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Slides and info about non‐IID learning

• http://noniid.datasciences.org/
• KDD2017 tutorial on non‐IID learning Youtube videos: 
https://www.youtube.com/watch?v=3RwyGoiYcLg



Agenda on non‐IID Learning



Related Work Overview
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Beyond IID in Information Theory



IID Learning and Issues
IID learning dominates classic analytics and learning in AI/KDD/ML/CVPR/Statistics 
research



Data Complexities: Challenge Existing 
Theories, Systems and Applications

What Ad 
would 

you place 
here?

Irrelevant and 
Damaging to Brand



Why the Prediction Doesn’t Work?

• There may be many reasons, 
• Content understanding
• Understand the semantic hidden in contents
• Analyze the relevance between news and ads from every possible aspect
• Treat each piece of news differently 
• …

• A fundamental assumption ‐ IIDness
• Weaken or overlook the data complexities

• Relationships between objects, syntactically, semantically, 
• Heterogeneity between objects, sources, …



Classic Assumption – IIDness & IID Learning

IIDness: 
Independence + 
Identical Distribution

O1, O2, O3 are iid
d3 = ||O3‐ O||

IID learning:
Dominates classic  analytics, 
AI/KDD/ML/CVPR/Statistics research & 
development

Solution

Problem



Traders are 
independent

Behaviors of a trader 
are totally or loosely 

independent

Associations & 
frequent patterns Clustering

Classification

Foundation:
‐Individual objects/behaviors
‐Without coupling relationships 
(dependency) between 
objects/behaviors
‐Focus on local features within an 
object/behavior

IID Learning



Clustering

Objective functions:
‐K‐means 

‐FCM

Note:
‐ Xj Individual 
objects only!

Question:
‐ How about Xj1 and 
Xj2 dependent?

IID K‐means



Objective functions:
‐K‐means 

‐ Object independency: Xj do not consider interactions 
with other objects {Xk}

‐ Object IIDness: assume ui for every cluster follows the 
same distribution

‐ Learning analytical goal: global  local distribution
‐ Global mean ui

What Makes K‐means IID?



Classification
Objective functions:
‐Decision tree

‐KNN
Euclidean distance: d(x1,x2)
Hamming distance: d(s1,s2)

Note:
‐Dependence is on Xij
individual variables 
within an object (a 

branch represents an 
object)!

‐Individual objects X

Question:
‐ How about if objects xi
and xj are dependent?

IID Decision Tree, KNN



Potential Risk of IID Assumption

• Outcomes to be delivered by IID analytical/learning 
methods/algorithms on non‐IID data could be:
‐ incomplete
‐ biased, or even
‐ misleading



Non‐IIDness
Longbing Cao. Non‐IIDness Learning in Behavioral and Social Data, The Computer 
Journal, 57(9): 1358‐1370 (2014).
Cao, Longbing. Coupling Learning of Complex Interactions, IP&M, 51(2): 167‐186 
(2015)



Non‐IIDness in Big and Small Data

• Heterogeneity:
• Data types, attributes, sources, aspects, … 
• Formats, structures, distributions, relations, …
• Learning outcomes

• Coupling relationships:
• Within and between values, attributes, objects, sources, aspects, … 
• Structures, distributions, relations, …
• Methods, models, …
• Outcomes, impact, …

Not identically distributed.

Not independent.

Non‐
IIDness



Couplings vs. Well Explored Relationships

• Couplings: numerical, categorical, textual, mixed‐structure, syntactic, 
semantic, organizational, social, cultural, economic, uncertain, 
unknown/latent relation etc.

• Coupling as a concept is much richer than existing terms including 
Dependence, Correlation, Association

• Dependence, Correlation, Association are much more specific, 
descriptive, explicit, etc.

• Coupling: explicit + implicit, qualitative + quantitative, descriptive + 
deep, specific + comprehensive, local + global, etc.



Intra-relationships within Behavior

• Instance Of
Connecting instances (in 
Rectangle) to their 
corresponding classes

• Subclass Of  
Linking a subclass (in 
Oval) to its parent class

• Object Property
Denoting the 
relationships between 
instances, between an 
object and its properties 
(in Rounded Rectangle), 
or between properties. 

Example: Behavior Couplings

Can Wang, and Longbing Cao.Modeling and Analysis of Social Activity Process, in Longbing 
Cao and Philip S Yu (eds) Behavior Computing, 21-35, Springer, 2012



Coupling RelationshipsCoupling Relationships
Perspectives

Temporal Party‐based

l

Inferential
Serial Coupling
Parallel coupling
Synchronous relationship
Asynchronous coupling

Interleaving
Shared‐variable
Channel system

Causal Coupling
Conjunction Coupling
Disjunction Coupling
Exclusive Coupling

One‐Party‐
Multiple‐Operation
Multiple‐Party‐
One‐Operation
Multiple‐Party‐
Multiple‐Operation

Example: Couplings in Behavioral Data



A Foundational Issue: Non‐IID  Learning

O1, O2, O3 share different distributions
d3 = ||O3‐ O||

= || O3(r13,r23) – O(d1,d2) ||

Problem

Solution



Non‐IID Similarity/Metric Learning



Similarity‐based Representation
Can Wang, Longbing Cao, Minchun Wang, Jinjiu Li, Wei Wei, Yuming Ou. Coupled Nominal 
Similarity in Unsupervised Learning, CIKM 2011, 973‐978.
Can Wang, Dong, Xiangjun; Zhou, Fei; Longbing Cao, Chi, Chi‐Hung. Coupled Attribute 
Similarity Learning on Categorical Data (extension of the CIKM2011 paper), IEEE 
Transactions on Neural Networks and Learning Systems.



Motivation

Why these two people 
sit together at that 

place at that 
particular time?



Coupling Learning

Longbing Cao. Coupling Learning of Complex Interactions, Journal of Information Processing and Management, 51(2): 167‐186 (2015).



Pairwise Couplings

• Intra‐attribute couplings
• indicate the involvement of attribute value occurrence frequency within one 
attribute

• how often the value occurs

• Inter‐attribute couplings
• refer to the interaction between other attributes with this attribute
• reflect the extent of the value difference brought by other attributes



Hierarchical Coupling Relationships

intra‐coupled/intra‐coupling

inter‐coupled/inter‐coupling



Set Information Function

Obtain value sets: 
assigns the associated 
value set of attribute aj
to the object set

Obtain object: relates 
each value of attribute aj
to the corresponding 
object set

Obtain object set: maps the 
value set of attribute aj to the 
dependent object set

Obtain value information: assigns a 
particular value of attribute aj
to every object.



Measuring Couplings

2019/8/10 30



Coupled Attribute Value Similarity

Intra-coupled Interaction:
Inter-coupled Interaction: 



Intra‐attribute (Value) Similarity

Rationale: 
The Greater similarity is assigned to the  
pairwise attribute values which own approximately equal frequency. 
The higher these frequencies are, the closer 
such two values are. 

IaAVS has been captured to characterize the 
value similarity in terms of attribute value

occurrence times.



Measuring Intra‐attribute Couplings

2
| 1 | * | 2 | 2 * 2( 1, 2 ) 0 .5

| 1 | | 2 | | 1 | * | 2 | 2 2 2 * 2
aI B BB B

B B B B
   

   



Inter‐attribute Similarity
Modified Value Distance Matrix:

Inter-coupled Relative Similarity based on Power Set (IRSP), Universal Set (IRSU), 
Join Set (IRSJ), and Intersection Set (IRSI).

Object Co-occurrence 
Probability 



Inter‐attribute Similarity

IeAVS focuses on the object co-occurrence comparisons with four 
inter-coupled relative similarity options.



Coupled Attribute Similarity for Values



Coupled Object Similarity

Coupled Object Similarity (COS) between objects:



Examples: Measuring Hierarchical Couplings



Theoretical Analysis

‐ Computational Accuracy Equivalence:

IRSP IRSU IRSJ IRSI 



Complexity Analysis

‐ Computational Complexity Comparison:

IRSP IRSU IRSJ IRSI≥ ≥≥

R: The maximal number of attribute 
values.

AD





Experiment and Evaluation

• Several experiments are performed on extensive UCI data sets to 
show the effectiveness and efficiency.

• Coupled Similarity Comparison
• The goal is to show the obvious superiority of IRSI, compared with the most time‐
consuming one IRSP.

• COS Application (COD)
• Four groups of experiments are conducted on the same data sets by k‐modes (KM) with 
ADD (existing methods), KM with COD, spectral clustering (SC)  with ADD, and SC with 
COD.



Different Similarity Metrics

Clustering performance indicator:
•Increasing

•Relative Dissimilarity (RD)
•Dunn Index (DI) [21]

•Decreasing:
•Davies‐Bouldin Index (DBI) [20], 
•Sum‐Dissimilarity (SD)



Applications – Clustering Performance



Non‐IID Metric Learning
Chengzhang Zhu, Longbing Cao, Qiang Liu, Jianpin Yin and Vipin 
Kumar. Heterogeneous Metric Learning of Categorical Data with Hierarchical 
Couplings. IEEE Transactions on Knowledge and Data Engineering, DOI: 
10.1109/TKDE.2018.2791525, 2018



Motivation 

Name Gender Performance Commitment Class

John M A H c1

Mary F B H c1

Sarah F B I c1

David M C L c1

Alice F C I c2

Edward M D L c2

Dis(H,I) = Dis(H,L) = 1Hamming distance: High (H) level commitment is closer to intermediate 
(I) instead of low (L) level.

Dis(H, I) = 0Frequency‐based distance: H  commitment is different from I.



Problem Statement

Distance metric d(., .) satisfies:

oi oi xi
xi



HELIC Framework

HELIC: Heterogeneous Metric Learning with hIerarchical Couplings

Prior/
Implicit
Prior/
Implicit

Explicit/
observed
Explicit/
observed



Capture value co‐occurrence

Learning Value‐to‐Class Couplings

Learning Inter‐attribute Couplings

Learning Intra‐attribute Couplings

Learning Attribute‐class Couplings

Capture value frequency

Capture value distribution in each class



Heterogeneity Learning
Construct Kernel Space: 

Using  various kernel functions for the value‐to‐class coupling spaces, a set of kernel 
matrices ሼ𝐊𝟏, ⋯ , 𝐊𝐧𝐤ሽ can be obtained. Further, a set of transformation matrices 
ሼ𝐓𝟏, ⋯ , 𝐓𝐧𝐤ሽ can be learned to guarantee that the space of the 𝑝‐th transformed kernel 
𝐊௣

ᇱ only contains the 𝑝‐th kernel sensitive information, where the 𝐊௣
ᇱ  is defined as:



Metric Learning

With a positive semi‐definite matrix 𝜔௣ ൌ 𝛼௣𝐓௣
ୃ𝐓௣, the metric 𝑑௜௝ is calculated as :

where 𝐤௣,௜௝ ൌ 𝐊௣,௜⋅ െ 𝐊௣,௝⋅

The distance can be represented as



Metric Learning

Objective function: 

Force the distance between 
objects from different classes 
larger than a margin

Selecting the kernels for their 
sensitive data distribution



Theoretical Analysis
Generalization Error Bound

Time Complexity

𝑂 𝑛௩ 𝑛௖ ൅ 1 ൅ 𝑛௠௩
ଶ 𝑛௔

ଶ  ൅ 𝑛௕𝑛ఠ𝑛௦௧௘௣

Space Complexity

𝑂 𝑛௕𝑛ఠ



Representation Performance of HELIC



Representation Quality of HELIC



Classification Performance

 HC: only learn the hierarchical 
couplings. 

 HELIC: learn both hierarchical couplings 
and heterogeneity.



Flexibility of HELIC

The HELIC framework can be incorporated into different classifiers



Scalability of HELIC



Scalability of HELIC



Stability of HELIC

 The only parameter needs to tune in HELIC is 
𝜆. 

 HELIC is stable for a large range of λ 
especially when λ is less than 1. 



Conclusions

• This work reports an effective heterogeneous metric for learning 
hierarchical couplings within and between attributes and between 
attributes and classes in categorical data. 

• It analyzes the heterogeneity in the hierarchical interaction spaces and 
integrating heterogeneous couplings in complex categorical data.

• The proposed method can be applied to a variety of areas with categorical 
data. One thing in applications is to select appropriate kernels by 
considering specific data characteristics and domain knowledge of the 
problems.



Non‐IID Representation Learning





Metric‐based Auto‐Instructor for 
Learning Mixed Data Representation
Songlei Jian, Liang Hu, Longbing Cao and Kai Lu. Metric‐based Auto‐Instructor for 
Learning Mixed Data Representation, AAAI2018

Source code is available at: https://github.com/jiansonglei/MAI



Background

• Categorical features
• e.g., gender, education, brand

• Numerical features
• e.g., age, length, price

• Mixed data contains both categorical features and numerical features
• e.g., census data, product information



Representation of categorical features

• One‐hot encoding: 

• Distributional representation
• Latent semantic analysis
• Random projection

• Distributed representation
• Embedding for categorical data
• Word embedding



Representation of numerical features

• Raw representation
• Normalized representation
• Distributed representation

• Dimension reduction
• Principal component analysis (PCA)
• Non‐negative Matrix Factorization (NMF)

• Autoencoder



Representation of mixed data

• Transform numerical data into categorical one 
• Discretization

• Transform categorical data into numerical data
• Statistics: e.g., TF‐IDF

• Concatenated representation: treat categorical and numerical 
features independently

Name Gender Height

Alice Female 1.75 m

Bob Male 1.75 m



What is a good representation for mixed data?

• At the feature level: capture the heterogeneous coupling (e.g., 
complex interactions, dependencies) between features

• Couplings between categorical features
• Couplings between numerical features
• Couplings between categorical and numerical features

• At the object level , a good representation should express the 
discrimination and margins between objects to fertilize learning tasks.



MAI Architecture
• Consists of two 
instructors in two 
encoding spaces

• P‐Instructor in plain 
encoding space

• C‐Instructor in coupled 
encoding space



Coupled Metric Learning Process
• Plain features: Concatenation of 
one‐hot representation of 
categorical data and numerical 
data

• Coupled features: product kernel 
of numerical variable and 
categorical value

P‐Instructor C‐Instructor



Experiments

• Application: clustering
• Partition‐based: k‐means
• Density‐based: DBSCAN

• Evaluation metrics:
• AMI
• Calinski‐Harabasz index



Table 3: DBSCAN clustering performance w.r.t. AMI/Clusters.
Table 4: Calinski‐Harabasz index on representation w.r.t. the
Euclidean distance for ground‐truth labels



Visualization



Conclusion

• A comprehensive representation for mixed data simultaneously learns  the 
couplings at feature level and the discrimination between objects at the 
object level.

• A metric‐based auto‐instructor  (MAI) model with two collaborative 
instructors learns more discriminative representation between objects by 
learning the margin enhanced distance metric.

• MAI is a general representation learning framework not limited to mixed 
data, which has the potential to be applied to multimodal learning and 
domain adaption.



Embedding‐based Representation
Songlei Jian, Longbing Cao, Guansong Pang, Kai Lu, Hang Gao. Embedding‐based 
Representation of Categorical Data by Hierarchical Value Coupling Learning. IJCAI 
2017



Motivation

• Hierarchical value couplings in data
• Pairwise value couplings 
• Multi‐granularity value clusters
• Couplings between value clusters

Objects Occupation Education …

O1 Professor PhD …

O2 Professor PhD …

O3 Scientist PhD …

O4 Scientist PhD …

O4 Engineer PhD …

O5 Engineer Master

Couplings between values

Value cluster 1

Value cluster 2

Couplings 
between 
value 
clusters



Related work

• Representation for categorical data
• Embedding‐based representation 

• One‐hot encoding
• IDF encoding

• Similarity‐based representation 
• Pairwise couplings based methods

• Gaps for representation 
• Ignore the intrinsic data dependency and interactions within values

78



The CURE Framework

• A novel Coupled Unsupervised Representation framework (CURE for 
short) to capture the hierarchical value couplings in data 
representation

• We instantiate CURE into an Coupled Data Embedding (CDE) method 
for clustering.

79



The CURE Framework

80

Different 
granularities



Learning Complementary Value Couplings
• Occurrence‐based Value Influence Matrix • Co‐occurrence‐based Value Influence Matrix

Coupling function: Coupling function:



The Main Idea in CDE

• Build two value coupling matrices
• Occurrence‐based Value Influence Matrix
• Co‐occurrence‐based Value Influence Matrix

• Generate value clusters with different granularities on value coupling 
matrices

• K‐means clustering with different parameters

• Learn correlation between different value clusters
• Use PCA to learn linear correlation

82



Algorithm

• N: Value embedding

• X: Centralized matrix of indicator 
matrix I

• V: principal component matrix 
from SVD of S

• S: Covariance matrix from X



Experiments

• Comparison with Embedding Methods

84

CDE has an approximate 9%, 5% and 19% improvement over 0‐1, 0‐1P and IDF.
FCI is data indicator which measures the average correlation strength between features.
For most data sets with higher FCI, CDE outperforms the other embedding methods 



Experiments

• Comparison with Similarity Measures

85

CDE has an approximate t 8%, 3% and 5% improvement over COS, DILCA and ALGO respectively in terms 
of F‐score. VCI is data indicator which reflects the discriminative ability of the value clusters in object 
classes.For most data sets with higher VCI, CDE outperforms the other similarity methods.



Experiments

• Good scalability w.r.t. data size and dimensionality
• Linear with data size and quadratic with dimensionality

86



Conclusions

• Different from existing encoding‐based embedding and feature 
correlation‐based similarity measures, a novel unsupervised 
representation framework (CURE) and its instantiation (CDE) are 
introduced in this paper, which model hierarchical value couplings in 
terms of feature interactions and value clustering.

• Extensive experiments show that CDE significantly outperforms 
typical embedding methods and similarity measures in capturing 
feature value interactions. In addition, two proposed data factors 
further indicate the feature value couplings and value clusters in data 
sets. 
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Non‐IID Ensemble Clustering
Can Wang, Zhong She, Longbing Cao. Coupled Clustering Ensemble: Incorporating 
Coupling Relationships Both between Base Clusterings and Objects, ICDE2013.



Introduction

 Clustering ensemble has exhibited great potential in enhancing the 
clustering accuracy, robustness and parallelism by combining results 
from various clustering methods. 

 The whole process of clustering ensemble

‐ building base clusterings

‐ aggregating base clusterings

‐ post‐processing clustering.



Problems
Possible cluster labels based on 
four base clusterings

‐ object u2:  {2, A,    X, α}
‐ object u3:  {2, A,    Y, β}
‐ object u10:  {1, A, Y, α}

By following traditional way, 
we have Sim(u2,u3)= 
Sim(u2,u10) = Sim(u3, u10) = 0.5,  
which is problematic.

distinctsame



Problems

• The reason is that the similarity defined here is too limited to reveal 
the complete hidden relationships among the data set from the initial 
results of base clustering. 

• A conventional way is to randomly distribute them in either an 
identical cluster or different groups, which will inevitably affect the 
clustering performance.



Motivation
Identify some coupling relationships: between the base clusterings

and between the data objects

Coupling 
Relationships 
between the 

Base 
Clusterings



Hierarchical Couplings

We then come up with three research questions in the following.

 Clustering Coupling: There is likely structural relationship between base 
clusterings since they are induced from the same data set. How to describe 
the coupling relationship between base clusterings?
 Object Coupling: There is context surrounding two objects which makes 
them dependent on each other. How to design the similarity or distance 
between objects to capture their relations with other data objects?

 Integrated Coupling: If there are interactions between both clusterings
and objects, then how to integrate such couplings in clustering ensemble?



Framework of Coupled Clustering Ensembles



Clustering Coupling: relationships within each base clustering and 
the interactions between distinct base clusterings are induced from 
the coupled nominal similarity measure

Intra‐coupling of base clusterings:  cluster label frequency distribution

Inter‐coupling of base clusterings:  cluster label co‐occurrence dependency

Clustering Couplings



Coupling of Clusterings
‐ Intra‐coupling of base clusterings indicates the involvement of 
cluster label occurrence frequency within one base clustering

the set of objects whose cluster 
labels is  in base clustering bcj

Greater similarity is assigned to labels with 
approximately equal frequencies. The larger 

these frequencies, the closer two labels.

Couplings in CCE



‐ Inter‐coupling of base clusteringsmeans the interaction of other 
base clusterings with this base clustering

Coupling of Clusterings
Couplings in CCE



‐ Inter‐coupling of base clusteringsmeans the interaction of other 
base clusterings with this base clustering

Coupling of Clusterings
Couplings in CCE



Coupling of Clusterings
IaCSC captures the base clustering frequency distribution by calculating occurrence 
times of cluster labels within one base clustering, and IeCSC characterizes the base 
clustering dependency aggregation by comparing co‐occurrence of the cluster 
labels in objects among different base clusterings. Finally, there is an eligible way to 
incorporate these two couplings together, specifically:

how often the cluster label occurs

the extent of the cluster difference

Couplings in CCE



Coupling of Clusterings
Couplings in CCE



Object Coupling: also focuses on the intra and inter‐coupling and 
leads to a more accurate similarity (∈ [0, 1]) between data objects.

Intra‐coupling of objects: all the results of base clusterings for data objects

Inter‐coupling of objects: the neighborhood relationship among data objects

Object Couplings



In terms of the intra‐perspective, the objects ux coupled with uy by 
involving the cluster labels of all the base clusterings for them.

Coupling of Objects
Couplings in CCE



Further, we can embody the inter‐coupled interaction between different 
objects by exploring the relationship between their neighborhood.

The neighbor set of object ux:

Coupling of Objects
Couplings in CCE



Coupling of Objects
Intuitively, objects ux and uy more likely belong to the same cluster if 
they have a larger overlapping in their neighbor sets Nux and Nuy . 
Accordingly, below we use the common neighbors to define the inter‐
coupled similarity for objects.

Couplings in CCE



Coupling of Objects
Finally, the intra‐coupled and inter‐coupled interactions could be 
considered together to induce the following coupled similarity for 
objects by exactly specializing the similarity measure δSim in (V.7) to 
be IaOSO δIaO in Equation (V.5).

Couplings in CCE



Coupling of Objects

It means that the similarity between objects u2 and u3
is larger than that between u2 and u10

Couplings in CCE



Integrated Coupling: treating each cluster label as an attribute value, 
and then defining the similarity between objects on the similarity 
between cluster labels over all base clusterings.

The data objects and base clusterings are associated through the 
corresponding clusters, i.e., the position of an object in a clustering is 

determined by which cluster the object belongs to

Integrated Couplings



The usual way: Vj
x indicates the label of a cluster to 

which the object ux belongs in the jth
base clustering bcj

Our proposed way CgC:

Coupled Clustering Similarity for Clusters:

Clustering‐based Coupling



Experiments



Experiments





We draw the following three conclusions to address the
research questions :
‐ Base clusterings are indeed coupled with each other, and the consideration 
of such couplings can result in better clustering quality

‐ The inclusion of coupling between objects further improves the clustering 
accuracy and stability

‐ The improvement level brought by the coupling of base clusterings is 
associated with the accuracy of base clusterings, while the improvement 
degree caused by the inter‐coupling of objects is dependent on the 
consistency of base clustering results

Conclusions



Non‐IID Recommender Systems





Framework of Non‐IID 
Recommender Systems
Longbing Cao. Non‐IID Recommender Systems: A Review and Framework of Recommendation 
Paradigm Shifting. Engineering, 2: 212‐224, 2016.
Longbing Cao, Philip Yu. Non‐IID Recommendation Theories and Systems. IEEE Intelligent Systems, 
31(2), 81‐84, 2016.



Challenges
Recommendation problems:
 Duplicated
 Irrelevant 
 Missing 
 Falsified 
 …

Amazon



Big data challenges existing theories and systems

What Ad 
would you 
place here?

Irrelevant and 
Damaging to Brand



Why the prediction doesn’t work?

• There may be many reasons, 
• Content understanding
• Understand the semantic hidden in contents
• Analyze the relevance between news and ads from every possible aspect
• Treat each piece of news differently 
• …

• A fundamental assumption ‐ IIDness
• Weaken or overlook the data complexities

• Relationships between objects, syntactically, semantically, 
• Heterogeneity between objects, sources, …



A Systematic View of Recommendation

Longbing Cao. Non‐IID Recommender Systems: A Review and Framework of Recommendation Paradigm 
Shifting. Engineering, 2: 212‐224, 2016.



Non‐IIDness in Recommendation



Non‐IIDness in Recommendation



Four‐stage Recommendation Research



Non‐IIDness in Modern Recommendation

• Heterogeneity (Non‐identical distribution)
• Due to the heterogeneity of users, items and domains, it is improper to model the 

features of all users or items using identical distributions
• Heteroskedastic modeling for recommendation in long tail
• Modeling non‐identical user feature distribution, non‐identical item feature 

distribution and non‐identical choice distribution
• Cross‐domain data (non‐identical domain distribution due to heterogeneity)

Liang Hu, Wei Cao, Jian Cao, Guandong Xu, Longbing Cao, Zhiping Gu, Bayesian Heteroskedastic Choice Modeling on Non‐
identically Distributed Linkages, ICDM 2014
Hu, L., Cao, L., Cao, J., Gu, Z., Xu, G., and Wang, J. Improving the Quality of Recommendations for Users and Items in the Tail
of Distribution. ACM Trans. Inf. Syst., 2017
Liang Hu, Jian Cao, Guandong Xu, Longbing Cao, Zhiping Gu, Can Zhu: Personalized recommendation via cross‐domain
triadic factorization. WWW 2013
Liang Hu, Longbing, Jian Cao, Zhiping Gu, Guandong Xu, & Dingyu Yang: Learning Informative Priors from Heterogeneous
Domains to Improve Recommendation in Cold‐Start User Domains. ACM Trans. Inf. Syst., (2016)
Liang Hu, Jian Cao, Guandong Xu, Jie Wang, Zhiping Gu, Longbing Cao, Cross‐Domain Collaborative Filtering via Bilinear
Multilevel Analysis, IJCAI 2013



Modeling Non‐IID Recommender Systems
• Couplings (Non‐independency)

• Recommender systems were born with non‐independency, they always try to 
find the coupling relationships among users, items, domains and other 
information

• Social Influence (coupling related users’ feedback)
Hu, L., Cao, L., Cao, J., Gu, Z., Xu, G., and Wang, J. Improving the Quality of Recommendations for Users and Items in the Tail of
Distribution. ACM Trans. Inf. Syst., 2017

• Group‐based Recommendation (joint decision)
Liang Hu, Jian Cao, Guandong Xu, Longbing Cao, Zhiping Gu, Wei Cao, Deep Modeling of Group Preferences for Group‐based
Recommendation, AAAI 2014

• Session‐based Recommendation (context dependent)
Hu, L., Cao, L., Wang, S., Xu, G., Cao, J. and Gu, Z. 2017. Diversifying personalized recommendation with user‐session context. (IJCAI’17)

• Cross‐domain recommendation (multi‐domain dependency)
Liang Hu, Jian Cao, Guandong Xu, Longbing Cao, Zhiping Gu, Can Zhu: Personalized recommendation via cross‐domain triadic factorization.
WWW 2013

Liang Hu, Longbing, Jian Cao, Zhiping Gu, Guandong Xu, & Dingyu Yang: Learning Informative Priors from Heterogeneous Domains to
Improve Recommendation in Cold‐Start User Domains. ACM Trans. Inf. Syst., (2016



Coupled Matrix Factorization within Non‐IID 
Context
Fangfang Li, Guandong Xu, Longbing Cao. Coupled Matrix Factorization within Non‐
IID Context, PAKDD2015, 707‐719.



One basic approach: MF (Matrix Factorization)

• Idea: project users and items into a joint k‐dimensional space.
• Represent user ui, and item vj using Pi and Qj as their latent profile 
respectively 

• Rating Rij is predicted as:

v1 v2 … vm

u1 1 2 ? 3
u2 2 ? ? 4

…

un 4 1 ? ?

1 2 … k
u1 … … … …
ui … … … …

…
… … … …

un … … … …

v1 vj … vm

1 … … … …

2 … … … …

…

… … … …

k … … … …

ൈ

R

𝑃் Q

𝑅 ൎ 𝑅෠ ൌ 𝑃்𝑄
𝑅෠௜௝ ൌ 𝑃்

௜ ⋅ 𝑄௝



Problems and Solution

• MF problems:
• MF solve the rating estimation as a mathematical problem 
• Same rating table for different businesses would lead to same rating 
estimation

• User/item non‐IIDness are not involved
• Solution:

• Combine CF and content‐based method together.
• Deeper analysis by considering the non‐IID (not independently and identically 
distributed) characteristics for items and users.



User/item Coupling Analysis

• Deep couplings within users and items contribute to the rating 
behavior.

• Attribute values are coupled together and not independent,
• Attributes are also coupled together and influence each other.



Non‐IID Users

• For two users described by the attribute space, the Coupled User 
Similarity (CUS) is defined to measure the similarity between users. 



Non‐IID Items

• For two items described by the attribute space, the Coupled Item 
Similarity (CIS) is defined to measure the similarity between items. 

Can Wang, Xiangjun Dong, Fei Zhou, Longbing Cao, Chi‐Hung Chi: Coupled Attribute Similarity 
Learning on Categorical Data. IEEE Trans. Neural Netw. Learning Syst. 26(4): 781‐797 (2015)



Matrix Factorization

• Traditionally, the rating matrix can be modeled by MF as:
• The prediction task of matrix is transformed to compute user’s factor matrix P 
and item’s factor matrix Q. 

• Once P and Q are calculated, R can be easily reconstructed to predict the 
rating given by one user to an item. 



Coupled MF

• CMF considers three sorts of information
• Traditional rating matrix
• Non‐IID User coupling based on users’ attributes
• Non‐IID Item coupling based on items’ attributes



CMF Model

• Objective Function

• Optimization



Baselines

• PMF is a probabilistic matrix factorization approach;
• RSVD: Singular value decomposition is a factorization method to decompose the rating matrix;
• ISMF is an unified model which incorporates implicit social relationships between users and 

between items computed by Pearson similarity.

• User‐based CF (UBCF) computes users’ similarity by Pearson Correlation on the rating matrix

• Item‐based CF (IBCF) considers items’ similarity by Pearson Correlation on the rating matrix

• Hybrid models PSMF, CSMF and JSMF respectively augment MF with Pearson Correlation 
Coefficient, Cosine and Jaccard similarity measures to compute the relationships between users 
and between items based on their attributes.



Data and Evaluation Metrics

• Movielens 1M: 
• 1,000,209 anonymous ratings; 3,900 movies; 6,040 users;
• User information: “gender”, “age”, “occupation” and “zipcode” 
• Movie information: “genre” attribute.

• Book‐Crossing
• 278,858 users, 1,149,780 ratings on 271,379 books;
• User information: “gender” and “age”
• Book information: “book‐author”, “year of publication” and “publisher”

• Evaluation Metrics



Compared to MF and CF



Compared to Hybrid Methods



Summary of CMF

• Contributions
• Applied a NonIID‐based method to capture the couplings  between users and 
items, based on their objective attribute information;

• Integrated user coupling, item coupling and users’ subjective rating 
preferences into matrix factorization learning model;

• Evaluated the effectiveness of Coupled MF model.



Session‐based Recommender 
Systems
Liang Hu, Longbing Cao, Shoujin Wang, Guandong Xu, Jian Cao, Zhiping Gu. 
Diversifying Personalized Recommendation with User‐session Context. In IJCAI. 
2017



Deficiency of Current Recommender Systems

• Items are often repeatedly recommended. 
• Users prefer more diversified options than those they have had.

• It is unlikely that a consumer will purchase another a loaf of bread if they have purchased one,  
whereas butter or ham may be a more appealing recommendation. 



Modeling Session

• Generally, choices are non‐iid, which depend on previous choices in a session.
• A system makes more sensible and relevant recommendations if the session 

context was taken into consideration.
• The choices of items in a session may not follow a rigidly ordered sequence

• For example, the order in which toast, milk and ham are put into a shopping cart makes no 
difference to the transaction. 

1
1

2
2



Inspiration by Language Model

• Language model is the probability distribution over sequences of words in 
natural language processing (NLP). 

• 𝑃 𝑤௧ 𝒄 where 𝒄 ൌ 𝑤ଵ, … , 𝑤௄ is context and 𝑤௧ ∈ 𝑽

• If we think of words as items, predicting a relevant word based on context is 
equivalent to recommending a relevant item according to the current session. 

• Both the number of items in RS and the size of vocabulary in language modeling 
are large, usually ൐ 𝟏𝟎𝟓



Wide‐in‐wide‐out Shallow Networks

• SWIWO Architecture
• Three‐layer shallow wide‐in‐wide‐out networks

input layer encodes the raw user‐session context

user embeddings context embeddings

softmax layer to model the probability of choice 

𝑃ఉ 𝑣௧ 𝑢, 𝒄\௩೟ where 𝒄 ൌ 𝑣ଵ, … , 𝑣௧, … , 𝑣஼



Maximum Log‐likelihood Estimation

• Given session context 𝒄 and target item 𝑣௖ , if we have N data samples:
𝐿஀ ൌ ෍ 𝑙𝑜𝑔 𝑃஀ሺ𝑣௖|𝑢௖, 𝒄ሻ

ௗ

ൌ ෍ 𝑆௩೎ 𝑢௖, 𝒄 െ 𝑙𝑜𝑔 𝒁
ௗ

where 𝑑 ൌ൏ 𝒄௨, 𝑣௖ ൐ denotes one user session data, 𝒄௨ ൌ൏ 𝑢௖, 𝒄 ൐

• The challenge is the large size of item to compute normalizing 
constant
• 𝒁 ൌ ∑ 𝑒ௌೡሺ𝒄೔,௨ሻ

𝑽 , normally 𝑽 ൐ 10ହ

• For each date sample, it needs to compute 𝑍 ൌ ∑ 𝑒ௌೡሺ𝒄೔,௨ሻ
𝑽 .

• The total computation complexity 𝑁 𝑽 ൐ 10ଵ଴ for each iteration, if 𝑁 ൐ 10ହ



Softmax Approximation

• Noise‐contrastive estimation (NCE)
• Given a noise distribution 𝑄 𝑤
• Draw K noise samples  𝑤෥ଵ, … , 𝑤෥௄ ~𝑄 𝑤

• The probability comes from data distribution is
𝑃ఉ 𝑦 ൌ 1|𝑤, 𝑐 ൌ

𝑃ఉ 𝑤|𝒄
𝑃ఉ 𝑤|𝒄 ൅ 𝐾𝑄 𝑤

𝑄 𝑤 ൌ 1 െ 𝑃ఉ 𝑦 ൌ 1|𝑤, 𝑐 ൌ
𝐾𝑄 𝑤

𝑃ఉ 𝑤|𝒄 ൅ 𝐾𝑄 𝑤
• Log‐likelihood (LL)

log 𝑃ఉ 𝑦 ൌ 1|𝑤, 𝑐 ൅ ∑ log 1 െ 𝑃ఉ 𝑦 ൌ 1|𝑤, 𝑐௪෥ೖ



Experiments

• IJCAI‐15 Dataset 
• This real‐world dataset was collected from Tmall.com which is the largest 
online B2C platform in China, and it contains anonymized users' shopping logs 
for the six months before and on the “Double 11” day (November 11th).



Training and Testing Data

• From the six‐month shopping logs, we randomly held out 20% of the 
sessions from the last 30 days for testing, and the remaining data are 
used for training. 

• We constructed two testing sets: LAST and LOO (Leave one out).
Statistic of IJCAI‐15 dataset for evaluation
#users: 50K 
#items: 52K 
avg. session length: 2.99
#training sessions: & 0.20M
#training examples: & 0.59M 
#testing cases (LAST): 4.5K 
#testing cases (LOO): 11.9K



Comparison Methods

• POP: This recommender simply ranks items for recommendation according 
to occurrence frequency.

• FPMC: This recommender is a combination of MF and first‐order MC, 
which uses personalized MC for sequential prediction.

• PRME: This recommender learns personalized transition probability in a 
MC model by applying a pairwise embedding metric method to handle 
data sparsity.

• GRU4Rec: This recommender is a deep RNN which consists of GRU units.
• SWIWO: This is the full model proposed in our paper.
• SWIWO‐I: This a sub‐model of SWIWO which only models item‐session 
contexts without considering users.



Accuracy Evaluation

• The result of REC@10, REC@20 and MRR over the testing sets Last 
and LOO.



Diversity Evaluation

• We aim to diversify recommendation with session context.
• Now, let’s consider the following metrics.



Diversity Evaluation

• SWIWO considers the whole session context so they more easily provide 
diverse recommendation results.



Cross‐domain Recommender 
Systems
Hu, L., Cao, L., Cao, J., Gu, Z., Xu, G., & Yang, D. (2016). Learning Informative Priors 
from Heterogeneous Domains to Improve Recommendation in Cold‐Start User 
Domains. ACM Transactions on Information Systems (TOIS), 35(2), 13.



• Leverage information from multiple related domains
• The basic idea is based on the assumption of the existence of multiple related 

domains and the user preference from each domain is not independent

3 2 3 5

5
3

1
4

4 5 2

3 2 5
2 1 5

5
3 2

2

1
3

3
2 2

4 5 2

Book

DVD

Music

U
se

r

Target Domain

U
se

r

U
se

r

Cross‐Domain Collaborative Filtering



5 4 2

5 5 1

4

2 3 5 ?

1 5 4 1

4

2 4

3 5

items

users

𝑉

𝑈் R

𝑅௨,௩ ൎ 𝑢்𝑣

𝑢

𝑣

𝑅෠௨,௩ᇱ ൎ 𝑢்𝑣′

𝑣’

Matrix Factorization



• Concatenating the rating matrices for all domains
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1. Each domain may be quite heterogeneous
• E.g. the factor of color has big impact on the user preference in the 

domain of cloth
• but hardly has impact on the user preference in domain of book

2. Above methods using the single domain model implicitly assume 
the homogeneity of items.

• Obviously, such assumption may decrease the accuracy of prediction due 
to the heterogeneities of different domains.

Disadvantages



• Transfer the knowledge learned from the auxiliary domain to the 
target domain    [Pan, et al. 2010] [Singh and Gordon, 2008].
• Assume dense user data in the auxiliary domain
• The user‐factor vectors are co‐determined by the feedback in auxiliary 

and target domains
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• Blind Transfer
• If no data is available for a user in the target domain (marked with a red box), the user‐factor 

vector 𝒖௜ is simply determined by the data in the auxiliary domain.

• If 𝒖௜ is transferred to the target domain and interacts with heterogeneous item factors, it 
may yield a poor prediction.
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• Jointly leveraging the complementary data from multiple domains

• Domain factor is an essential element in cross “domain” problem to model 
domain heterogeneity

• Triadic relation user‐item‐domain to reveal the domain‐specific user 
preference

wW
Vu

U T

A

w? =

U
se

r

d uu =

u'

w? = f( d u )

domain-specific 
user factors:

*

Modeling Domain Heterogeneity



• Decompose a tensor into a sum of rank‐one components
• E.g. 3D Tensor:

𝓧 ൌ 𝐀, 𝐁, 𝐂 ൌ ෍ 𝐀·,௥ ∘ 𝐁·,௥ ∘ 𝐂·,௥
ோ

௥ୀଵ

b1 b2 bR

X
= + + +...

a1

c1 c2

a2 aR

cR

Canonical Decomposition/Parallel Factor 
Analysis
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୘

Irregular Tensor Factorization

• Sum loss over all domains:
𝑎𝑟𝑔𝑚𝑖𝑛

𝑼,𝑽,𝑪

1
2 ෍ 𝑾௞ ⊛ 𝑿௞ െ 𝑼𝜮௞𝑽௞

୘
ி
ଶ௄

௞ୀଵ
൅  

𝜆௎
2 𝑼 ଶ  ൅

𝜆௏
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𝜆஼
2 𝑪 ଶ

• With orthonormal constraints, we can obtain equivalent loss:
𝑎𝑟𝑔𝑚𝑖𝑛

𝑼,𝑽,𝑪

1
2 𝓨 െ 𝑼, 𝑽, 𝑪 ଶ ൅ 𝜆௎ 𝑼 ி
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൅ ෍ 𝑿෡௞ ⊛ 𝑯௞ ி
ଶ

௞
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• Rating Data

• 𝑤௞,௜,௝ ൌ ቐ
1 𝑘, 𝑖, 𝑗  𝑖𝑠 𝑎𝑛 𝑜𝑏𝑠𝑒𝑟𝑣𝑎𝑡𝑖𝑜𝑛  
𝑎 𝑘, 𝑖, 𝑗  𝑖𝑠 𝑎 𝑛𝑜𝑖𝑠𝑦 𝑒𝑥𝑎𝑚𝑝𝑙𝑒
0 𝑒𝑙𝑠𝑒

• Noisy data act as regularization

Weight Matrix Configuration



• One‐class feedback
• E.g. purchase record matrix marks entries with 1 to indicate the buy and the rest of 

data are unknown

• It does not have observed negative examples so one‐class data is purely 
indiscriminate

• Implicit feedbacks can indirectly reflect opinions through user 
behavior
• Users may deliberately choose to access which items [Marlin et al, 2007]

One‐class Data



• Confidence level
• Observed chosen items imply more confidence of like over unchosen ones
• Low confidence level to model users’ dislike over unrated items since we have no 

evidence to prove the explicit dislike

• Weight Matrix (Confidence Matrix)

𝑤௞,௜,௝ ൌ ൜𝑐௞,௜,௝ ൅ 1 𝑘, 𝑖, 𝑗  𝑖𝑠 𝑜𝑏𝑠𝑒𝑟𝑣𝑒𝑑
1 𝑒𝑙𝑠𝑒

 

Confidence Modeling



ALGORITHM 1. Weighted Irregular Tensor Factorization
[𝑼, 𝑽, 𝑪, 𝑷௞ ] = WITF ( 𝑿௞ , 𝜔௞ , 𝑤௞,௜,௝ , 𝜆௎, 𝜆௏, 𝜆஼)
Input: 𝑿௞ is the data matrix for each domain

𝜔௞ is the influence weight for each domain
𝑤௞,௜,௝ is the weight on each entry
𝜆௎, 𝜆௏, 𝜆஼ are the regularization parameters

Output: 𝑼 is the factor matrix for users
𝑪 is the factor matrix for domains
𝑽, 𝑷௞ are the factor matrices for items

Begin:

Initialization:
𝑾ሷ ௞,௜,௝ ← 𝜔௞𝑤௞,௜,௝, 𝑽 ← 𝑰
Randomly initialize 𝑼, 𝑪
𝑷௞ ← 𝑨ோ𝑩ோ

୘, with the SVD: 𝑿௞
୘𝑼𝜮௞𝑽୘ ൎ 𝑨ோ𝜮ோ𝑩ோ

୘

Iteration:

Add neighbor noisy examples (optional):
Randomly select 𝑆 blank entries for each user 𝑖
Fill neighbor noisy examples in the selected entries

Generate tensor 𝓨 with the slice for each domain 𝑘:
𝒀௞ ← 𝑾ሷ ௞ ⊛ 𝑿௞ 𝑷𝒌

Sub‐iteration for 𝑼, 𝑽, 𝑪 :
Update 𝑼௜,: in parallel for each user 𝑖 using Eq. (23)
Update 𝑪௞,: in parallel for each domain 𝑘 using Eq. (24)
Update 𝑽 using Eq. (25)
Repeat 7‐9 with m iterations

Sub‐iteration for 𝑷௞ :
Update 𝑷௞ in parallel for each domain 𝑘 using Eq. (22)
Repeat 11 with n iterations

Repeat 4 –12 until convergence

Return 𝑼, 𝑽, 𝑪, 𝑷௞

End

Learning Algorithm



• Covering 5 domains

Domain # Items # Ratings / # Users # Ratings / # Items Sparsity

Kids & Family* 3,769 4.9309 9.9077 0.0013

Hotels & Travel* 2,545 3.9210 11.6676 0.0015

Restaurants & Gourmet 2,543 3.3394 9.9446 0.0013

Wellness & Beauty 3,852 3.5481 6.9756 0.0009

Home and Garden 2,785 2.6003 7.0707 0.0009

Statistics of Epinions Dataset



Comparison Methods

• kNN: This is a baseline method to recommend movies watched by the top‐k most 
similar groups.

• MF‐GPA: This method performs matrix factorization (Salakhutdinov and Mnih
2008) on the group ratings that are aggregated from individual ratings through a 
specified strategy.

• MF‐IPA: This method performs matrix factorization on individual ratings, and then 
aggregates the predicted ratings as the group ratings, using a specified strategy.

• OCMF: This method performs one‐class MF (Hu et al. 2008) on the binary group 
ratings where the weights are set according to a specified strategy.

• DLGR: This is our deep learning approach, where the variance parameters of the 
DW‐RBM (cf. the previous section) are set according to a specified strategy.

• OCRBM: This simply uses an RBM over the group choices without a connection to 
collective features. The variance parameters are set the same as the DW‐RBM.



Target Domain
Method

Kids & Family Hotels & Travel
TR‐80% TR‐50% TR‐80% TR‐50%

kNN‐CDCF 1.2562 1.3016 1.1605 1.3338
PMF‐CDCF 1.1719^ 1.3547^ 1.1260^ 1.2925^

CMF 1.1312* 1.2908* 1.0805* 1.2457*

PARAFAC2 1.1102* 1.1458* 1.0647* 1.0891*

CDTF 1.0968* 1.1219* 1.0351* 1.0585*

WITF 1.1043* 1.1293* 1.0375* 1.0619*

WITF+WRMF 1.0563** 1.0835** 0.9983** 1.0284**

RMSEs of Comparison CDCF Methods on Epinions Dataset
^ baseline, * p൏0.01, ** smallest p

• RMSE of comparative methods (the smaller the better) 

Rating Prediction on Epinions.com



User Group
# Ratings

Kids & Family Hotels & Travel

# testing users in TS‐50% # testing users in TS‐50%

Experienced > 20 120 55

Little Experienced  6 ~ 20 816 517

Cold‐Start  1 ~ 5 2,260 2,807

Fully Cold‐Start 0 695 1,072

Statistics of Testing Users Grouped by the 
Number of Ratings



• RMSE of comparative methods (the smaller the better) 

Experienced Little Experienced Cold-Start Fully Cold-Start
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The Prediction Performance over Different 
Numbers of Training Ratings



• One‐class problem

Domain # Items # Clicks / # Users # Clicks / # Items Sparsity

D1* 8,179 23.2003 19.7170 0.0028

D2* 6,940 18.5455 18.5749 0.0027

D3 5,561 22.5005 28.1246 0.0040

D4 6,145 16.0606 18.1671 0.0026

Click Statistics on Tmall.com Dataset



Target
Domain

Method

D1
TR‐80% TR‐50%

AP@5 AP@20 nDCG@5 nDCG@20 AP@5 AP@20 nDCG@5 nDCG@20

Most‐Pop 0.0161^ 0.0175^ 0.0269^ 0.0382^ 0.0322^ 0.0223^ 0.0567^ 0.0577^
N‐CDCF 0.0252* 0.0240* 0.0441* 0.0465* 0.0352* 0.0210 0.0604* 0.0534
MF‐IF 0.0263* 0.0293* 0.0432* 0.0631* 0.0455* 0.0324 0.0813* 0.0854*
MF‐IF‐CDCF 0.0242* 0.0258* 0.0399* 0.0552* 0.0431* 0.0296 0.0763* 0.0775*
PARAFAC2 0.0213* 0.0226* 0.0350* 0.0476* 0.0395* 0.0267 0.0691* 0.0687*
CDTF‐IF 0.0258* 0.0276* 0.0425* 0.0587* 0.0423* 0.0294 0.0758* 0.0767*
WITF 0.0267* 0.0285* 0.0451* 0.0623* 0.0484* 0.0340 0.0849* 0.0872*

WITF+WRMF 0.0271** 0.0290** 0.0462** 0.0643** 0.0486** 0.0343** 0.0851** 0.0879**

Target
Domain

Method

D2
TR‐80% TR‐50%

AP@5 AP@20 nDCG@5 nDCG@20 AP@5 AP@20 nDCG@5 nDCG@20

Most‐Pop 0.0175^ 0.0194^ 0.0288^ 0.0424^ 0.0297^ 0.0231^ 0.0530^ 0.0591^
N‐CDCF 0.0281* 0.0261* 0.0435* 0.0520* 0.0228 0.0243* 0.0380 0.0357
MF‐IF 0.0320* 0.0354* 0.0528* 0.0747* 0.0501* 0.0370* 0.0872** 0.0924**
MF‐IF‐CDCF 0.0240* 0.0262* 0.0397* 0.0563* 0.0380* 0.0285* 0.0675 0.0724*
PARAFAC2 0.0215* 0.0234* 0.0356* 0.0506* 0.0327* 0.0251* 0.0589* 0.0638*
CDTF‐IF 0.0326* 0.0337* 0.0526* 0.0662* 0.0454* 0.0316* 0.0761* 0.0750*
WITF 0.0338* 0.0363* 0.0552* 0.0753* 0.0538* 0.0383* 0.0905* 0.0909*

WITF+WRMF 0.0343** 0.0369** 0.0556** 0.0758** 0.0542** 0.0386** 0.0907** 0.0915*

The Mean AP@5,10 and nDCG@5,10



Group‐based Recommender 
Systems
Hu, L., Cao, J., Xu, G., Cao, L., Gu, Z., & Cao, W. (2014, July). Deep Modeling of 
Group Preferences for Group‐Based Recommendation. In AAAI (Vol. 14, pp. 1861‐
1867).



Group Choices Are Joint Decision 

• Human beings are of a social nature, so various kinds of group activities are 
observed throughout life

• Seeing a family movie,  Planning family travel

• Each member of a group may have different opinions on the same items, so the 
main challenge in GRSs is to satisfy most group members with diverse 
preferences. 

• This is not achieved through an individual‐based recommendation method.



Profile Aggregation

• Group Preference Aggregation (GPA)
• GPA aggregates all members’ ratings into a group profile, and then any 

individual‐based CF approach can be used if it regards groups as virtual 
individual users.

• Individual Preference Aggregation (IPA)
• IPA predicts the individual ratings over candidate items, and then aggregates 

the predicted ratings of members within a group via predefined strategies to 
represent group ratings.



Aggregation Strategies

• Average and Least Misery are the two most prevalent strategies 
(Masthoff 2011)

• Average strategy recommends items with the highest average ratings over all 
members.

• Least misery strategy assumes a group tends to be as happy as its least 
happy member.



Individual
features

Collective
Features

Member Features

Modeling Features in Group‐based Decision

• Member Features: these model the individual preference of a user 
when she/he makes choices as a group member, which can be 
regarded as a mixture of Collective Features and Individual Features.

• Collective Features: these represent compromised preferences of a 
group, which are shared among all members and can be 
disentangled from the Member Features.

• Individual Features: these represent independent individual‐specific 
preference, which can be disentangled from the Member Features
w.r.t. this user.
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(a) C-DBN (b) GRBM (c)  C-RBM  

C‐RBM disentangles 
collective features and 
individual features from 
member features

GRBM to learn 
member features

Disentangling Collective and Individual 
Features
• Each group choice can be regarded as a joint decision by all members



nu

c

User Profile

Member Features

Collective Features

Individual Features

mu

5 vu 1

U
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Comprehensive Features
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1 0 r 1 0

DW‐RBM to jointly model group profile 
(data) and collective features

Comprehensive Representation of Group 
Preferences
• A dual‐wing RBM is placed on the top of DBN, which jointly models 
the group choices and collective features to learn the comprehensive
features of group preference



CAMRa2011Dataset

• CAMRa2011 dataset containing the movie watching records of 
households and the ratings on each watched movie given by some 
group members.

• The dataset for track 1 of CAMRa2011 has 290 households with a 
total of 602 users who gave ratings (on a scale 1~100) over 7,740 
movies.



Training and Testing Data

• Statistics of the evaluation data

Data #Users/#Groups #Ratings Density

Trainuser 602 145,069 0.0313

Traingroup 290 114,783 0.0510

Evalgroup 286 2,139 /



Results

MAP AUC

Model/Strategy No Strategy Average Least Misery No Strategy Average Least Misery

kNN (k=5) 0.1595 N/A N/A 0.9367 N/A N/A

MF‐GPA N/A 0.1341
0.0628

N/A 0.9535
0.9297

MF‐IPA N/A 0.1952
0.1617

N/A 0.9635
0.9503

OCMF 0.2811 0.2858
0.2801

0.9811 0.9813
0.9810

OCRBM 0.2823 0.2922
0.2951

0.9761 0.9778
0.9782

DLGR 0.3236 0.3252
0.3258

0.9880 0.9892
0.9897

MAP and mean AUC of all comparative models with different strategies



• A group with more members implies more different preferences, so it is harder to find 
recommendations satisfying all members.

• Each household may contain 2~4 members in this dataset. We additionally evaluated the MAP 
w.r.t. 2‐member households and the 2+‐member (>2) households under Average and Least Misery 
strategies.
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Group with Different Number of Members



• Trong Dinh Thac Do and Longbing Cao. Gamma‐Poisson Dynamic Matrix Factorization 
Embedded with Metadata Influence, NIPS2018

• CoupledCF: Learning Explicit and Implicit User‐item Couplings in Recommendation for Deep 
Collaborative Filtering, IJCAI2018

• Interpretable Recommendation via Attraction Modeling: Learning Multilevel Attractiveness 
over Multimodal Movie Contents, IJCAI2018

• Attention‐based Transactional Context Embedding for Next‐Item Recommendation. AAAI2018

More Recent Work on non‐IID 
recommender systems



Deep Representation with 
Explicit and Implicit Feature Couplings

• Learn explicit user‐product couplings 
by metadata‐enabled CNN

• Build a deep collaborative filter model 
to learn the latent user‐product 
relations

• Integrate both local and global user‐
product interactions components

• CoupledCF: Learning Explicit and Implicit User‐item Couplings in Recommendation for Deep Collaborative Filtering, 
IJCAI2018

• User’s dense 
vector U

• Item’s dense 
vector V

• User‐item 
coupling F



Attraction Modeling:
Learning Multilevel Attractiveness over Multimodal Content

• One multilevel neural model on the movie 
story to capture

• Word‐level attraction: e.g., some characters, some 
place

• Sentence‐level attraction: e.g., some interesting 
plot

• Story‐level attraction: e.g., like the movie to what 
extent

• Another multilevel neural model on the 
cast to capture

• Member‐level attraction: e.g., a fan of some actor

• Cast‐level attraction: e.g., attracted by the movie 
to what extent

Statistical attractiveness on movie Election (1999) w.r.t. sentences, words in the 
most attractive sentences and cast members. The larger size and deeper color of 
font denote the larger attractiveness weight is assigned.

   Cast Attraction Module                                                                         Story Attraction Module                        User Module
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Interpretable Recommendation via Attraction 
Modeling: Learning Multilevel Attractiveness over 
Multimodal Movie Contents, IJCAI2018



Dynamic, Continuous (Next‐item), Personalized 
Recommendations within Session & Context

• Personalized recommendations

• With user/product sessions as context

• Behavior‐based recommendations

• Continuous (next‐product/moment/ 
interest/etc.) recommendations

• Attention‐based Transactional Context Embedding for 
Next‐Item Recommendation. AAAI2018

• Diversifying Personalized Recommendation with User‐
session Context. IJCAI2017





Non‐IID Outlier Detection





Background and Non‐IID Outliers



Multidimensional Data

• Multidimensional data
• Data objects are characterized by two or more features

• Information table
• Rows ‐‐ data objects
• Columns ‐‐ features



Traditional Outlier Detection

• Statistical/probabilistic‐based approach
• Statistical test‐based –> deviation from distribution
• Depth‐based –> data depth
• Deviation‐based –> sensitivity or uncertainty

• Proximity‐based approach
• Distance‐based –> nearest neighbor distances
• Density‐based –> local density
• Clustering‐based –> distance to cluster centers

Aggarwal, C. C. (2017). Outlier analysis. Springer.

Kriegel, H. P., Kröger, P., & Zimek, A. (2010). Outlier detection techniques. Tutorial at KDD10.



The IID Assumption

• Common assumptions
• Values/features/objects from 
homogeneous distributions, 
mechanisms

• They are independent to each other
• E.g., implicit IID assumption in 
Euclidean distance



Non‐IID Real‐life Data

Couplings Heterogeneity

Source: http://www.diabeticrockstar.com Four features from the CoverType data set



IID vs. Non‐IID Outlier Detection – example 

• Data: Mammography
• Euclidean ‐ AUC: 0.81
• Standardized Euclidean ‐ AUC: 0.86

6.17% 
improvement 

6.17% 
improvement 



The Mammography Data Set



Non‐IID Value‐based Approach 
Guansong Pang, Longbing Cao, Ling Chen. Identifying Outliers in Complex 
Categorical Data by Modeling Feature Value Couplings. IJCAI16.



Motivation

• Value heterogeneity
• Semantic differs in different 
contexts

• Value coupling – Guilt‐by‐
association

• “A man is known by the company 
he keeps”

• Homophily couplings in outlying 
behaviors (values)

• Concurrent outlying behaviors
• E.g., thirsty, weight loss, dryness, 
urination in diabetes

• E.g., Feel alienated, violence against 
the society is not immoral, etc. in 
terrorist characteristics

Values of the same frequency 
may indicate different 

outlierness

The outlierness of a value is 
dependent on its accompany 

values

?



Our Framework 

• Learning value outlierness from data with non‐IID values



CBRW: Intra‐feature Outlier Factor 

• Intra‐feature outlier factor for addressing heterogeneity

• A value of the same frequency in different features can have very different semantic

• Given a value 𝑣 ∈ 𝑑𝑜𝑚ሺ𝑓ሻ

where 𝑚 is the mode in the feature 𝑓, 𝑏𝑎𝑠𝑒 𝑚 ൌ 1 െ 𝑓𝑟𝑒𝑞ሺ𝑚ሻ, 
𝑑𝑒𝑣 𝑣 ൌ ௙௥௘௤ ௠ ି௙௥௘௤ሺ௩ሻ

௙௥௘௤ሺ௠ሻ

𝜎 𝑣 ൌ
1
2 𝑏𝑎𝑠𝑒 𝑚 ൅ 𝑑𝑒𝑣 𝑣



CBRW: Inter‐feature Outlier Factor 

• Inter‐feature outlier factor capturing the homophily value couplings

• Concurrent rare values have high mutual conditional probabilities

where V is the set of all values.

𝒒௩ ൌ ሾ𝜂 𝑢, 𝑣 , … , 𝜂 𝑤, 𝑣 ሿ⊺ൌ ሾ
𝑓𝑟𝑒𝑞 𝑢, 𝑣

𝑓𝑟𝑒𝑞 𝑣 , … ,
𝑓𝑟𝑒𝑞 𝑤, 𝑣

𝑓𝑟𝑒𝑞 𝑣 ሿ⊺, ∀𝑢, 𝑤 ∈ 𝑉\𝑣



CBRW: Integrating the Two Outlier Factors

• Learning value outlierness from 
data with non‐IID values

• Map two outlier factors into a value‐
value graph

• Stationary probabilities of random 
walks at value nodes as value 
outlierness



Analysis of CBRW

• Convergence guaranteed

• Fast convergence rate
• Small graph dimeter, e.g., 2
• Large graph density or Cheeger constant 



Performance Evaluation I: Direct Outlier 
Detection Performance



Performance Evaluation II: Outlying Feature 
Selection Performance



Performance Evaluation III: Convergence 
Analysis
• Characteristics of value graphs

• Small graph dimeter

• Large graph density



Performance Evaluation III: Convergence 
Analysis



Conclusions

• Learning value outlierness from data with non‐IID values
• Intra‐feature and inter‐feature outlier factors

• Different applications
• Direct outlier detection: Significantly outperform other detectors in complex data

• Feature selection: Substantially improve AUC and efficiency performance of 
existing OD methods



Non‐IID Value‐to‐Feature‐based 
Approach I
Guansong Pang, Longbing Cao, Ling Chen, Huan Liu. Unsupervised Feature 
Selection for Outlier Detection by Modelling Hierarchical Value‐Feature Couplings. 
IEEE ICDM 2016, pp. 410‐419.



Motivation

• Feature selection for outlier detection
• Outliers are masked as normal objects by noisy features
• Useless features downgrade detection efficiency

• Challenges
• Unsupervised nature – no class labels
• Complex feature interactions



Our Framework

• Two‐way feature interactions
• Estimate feature outlierness by modeling value‐to‐feature couplings



DSFS: Value and Feature Graph Construction

Linear combination of 
all associated value 
pairs from every two 
features

Capturing concurrent rare values Linear value‐to‐feature interaction
Two‐way feature interactions



DSFS: Objective Function

• Feature selection objective function

where A* is the weighted adjacent matrix of feature graph

• It is equivalent to finding the densest subgraph

• It can be solved by a linear‐time greedy search method with a 2‐
approximation guarantee



DSFS: Dense Feature Subgraph Search

From Gionis and Tsourakakis. DSDTutorial at KDD15 



DSFS: The Algorithm



Performance Evaluation I: Improving AUC 
Performance

• 15 real‐world data sets are used

• Remove 13%‐97% features

• On average, 48% features are 
eliminated



Performance Evaluation I: Improving AUC 
Performance

3%‐6% improvement to three 
different types of outlier 
detectors



Performance Evaluation II: Reducing Runtime

May gain up to six 
orders of 
magnitude faster



Conclusions

• A novel and flexible framework is introduced for outlying feature 
selection

• The instance DSFS is parameter‐free and retains 2‐approximation to 
the optimum

• Remove about 50% features while achieve 3‐6% AUC improvements
• Perform comparably well even when filtering out about 90% features
• Two to six orders of magnitude speedup
• Good scalability: linear w.r.t. data size and quadratic w.r.t. dimensionality



Non‐IID Value‐to‐Feature‐based 
Approach II
Guansong Pang, Longbing Cao, Ling Chen, Huan Liu. Learning Homophily Couplings 
from Non‐IID Data for Joint Feature Selection and Noise‐Resilient Outlier Detection. 
IJCAI 2017.



Motivation (1/2) 

• Outliers are masked by noisy features

ID … Education Income Cheat?

1 … master low yes

2 … master medium no

3 … master high no

4 … master medium no

5 … master high no

6 … PhD high no

7 … bachelor high no

Noisy 
features

Relevant 
features



Motivation (2/2) 

• Existing solutions: subspace/feature selection + OD

• Subspace/feature selection is independent from OD
• Noisy features bias the subspace/feature search
• Not optimal w.r.t. subsequent OD method

• Our solution: Simultaneous feature selection and outlier detection
• Wrapper approach for this joint optimization

Filter 
approach



Our WrapperOD Framework
Wrapper approach for joint optimization of feature selection and OD

Challenge 1: how to ensure the outlier scoring efficacy
Challenge 2: how to evaluate the outlier ranking without class labels



The WrapperOD Instance: HOUR Scoring 
Function (1/3)
• The scoring function should at least be

• Sufficiently resilient to noisy features
• Very efficient

• Homophily couplings between outlying values

Concurrent
Outlying 
behaviors

Randomly co‐
occurring noisy 

behaviors



The WrapperOD Instance: HOUR Scoring 
Function (2/3)

Simplified CBRW: 
𝛿 𝑣ଶଶ 𝜂 𝑣ଷଶ, 𝑣ଶଶ  → 𝛿 𝑣ଷଶ 𝛿 𝑣ଶଶ

Leading to random walks on 
undirected value graph

• Efficient closed‐form solution



The WrapperOD Instance: HOUR Scoring 
Function (3/3)
• Homophily coupling learning – stage I

• Homophily coupling learning – stage II



The WrapperOD Instance: HOUR Outlier 
Ranking Quality Evaluation
• Average outlierness margin between top‐k objects and the rest of 
objects

where x’ is the data object ranked in the median position in the rest of 
(N ‐ k) objects

Recursive backward feature elimination is used for 
generating the feature subset S



The WrapperOD Instance: HOUR



Performance Evaluation I: Comparing to 
State‐of‐the‐art Detectors



Performance Evaluation II: Comparing to 
State‐of‐the‐art FS + Detectors



Performance Evaluation III: Sensitivity Test



Performance Evaluation IV: Scalability Test



Conclusions

• This the first wrapper approach for outlier detection

• The simultaneous optimization scheme enables HOUR to work well in 
very noisy scenarios

• Significantly better top‐k outlier detection

• Good stability and scalability

• Source code will be available at
https://sites.google.com/site/gspangsite/sourcecode



Non‐IID Statistical Learning
PAKDD2019 Tutorial on Large‐scale statistical learning
www.datasciences.org



Large‐scale, sparse, multi‐source data: Non‐
IID



Bayesian probabilistic models

In Plain English:

Posterior = ௅௜௞௘௟௜௛௢௢ௗ ∗௉௥௜௢௥
ா௩௜ௗ௘௡௖௘

In Equation:



Bayesian probabilistic models

• X= {x1, x2, …, xn} represents the data and θ represents the model 
parameters.

• It is assumed that {xi} are independent and identically distributed 
(i.i.d) conditioning on the prior θ.

• The data in X is exchangeable.



Hierarchical priors

• One may construct a complex prior distribution using a hierarchy 
of simple distributions as

• For example: One can construct a hierarchy of Gamma 
distribution.

E.g., Gamma‐Gamma‐Gamma‐Poisson distribution Compound models



Large scale Bayesian inference

• Sampling methods:
• Markov Chain Monte Carlo (MCMC): 

• Metropolis‐Hastings Sampling.
• Gibbs Sampling
• …

• Optimization methods
• Variational Inference (VI)
• Stochastic Variational Inference (SVI)



Stochastic variational inference (SVI)

https://www.cs.ubc.ca/labs/lci/mlrg/slides/SVI.pdf



Stochastic variational inference (SVI)

https://www.cs.ubc.ca/labs/lci/mlrg/slides/SVI.pdf



Stochastic variational inference (SVI)

• ELBO

https://www.cs.ubc.ca/labs/lci/mlrg/slides/SVI.pdf



Copula Mixed‐Membership 
Stochastic Blockmodel
Fan, X., Da Xu, R. Y., & Cao, L. (2016). Copula Mixed‐Membership Stochastic 
Blockmodel. In IJCAI (pp. 1462‐1468).



Motivation

• Group members may have higher correlated interactions towards the 
ones within the same group.

• For instance, in a company, IT support team members tend to co‐interact with 
each other more than with employees of other departments.

• In reality, within a social networking context, it is important to 
incorporate group member interactions (here called intra‐group 
correlations) into the modeling of membership indicators.



Our Model

• Mixed Membership Stochastic 
Model (MMSB) which focuses on 
detecting overlapping communities 
of the complex networks.

• Further coupling learning of 
members in the same group using 
Copula. 



The Graphical Model



Empirical Results



Incorporating Node Information 
into BNP Models 
Fan, X., Da Xu, R. Y., Cao, L., & Song, Y. (2017). Learning nonparametric relational 
models by conjugately incorporating node information in a network. IEEE 
transactions on cybernetics, 47(3), 589‐599.



Motivation

• The metadata (e.g., the node information in the social network) may 
affect the relations between nodes (e.g., the friendship).



MMSB and LFRM Models



Node‐Information Involved Mixed‐
Membership Model: niMM, niLF



Empirical Results



Motivation

• We extend the existing benchmark models (i.e., MMSB and LFRM) to 
incorporate the node information. The experimental results seem quite 
promising while the node information is closely related to the link data.

• Our extension to MMSB retrieves the conjugate property during the MCMC 
inference, which mixes much faster in the Markov Chain than the previous 
approaches. Also, we find that in the experiments, our method converges 
much earlier than the previous one.

• Our model is under the Bayesian nonparametrics setting (achieved through 
the methods similar to the stick‐breaking constructions), which can deal 
with the problem of an unknown number of communities.



Statistical Learning of Large‐scale, 
Sparse and Multi‐source Data



Combination of Multiple Sources of Data
‐ Static



Overview of Statistical Models for Large and 
Sparse Data
• Poisson Factorization (PF)

• In matrix factorization, we decompose the rating matrix Y into the vector of 
the user’s preference and item’s feature.

• Similarly, Poisson Factorization (PF) assumes the rating matrix Y follows the 
Poisson distribution and can be factorized to a vector of K latent preferences 
for each user and a vector of K latent features for each item.



Overview of Statistical Models for Large and 
Sparse Data

• Matrix Factorization (MF):
• Users are represented by vectors of latent preferences.
• Items are represented by vectors of latent features.
• Latent user preferences and latent item features are 
estimated based on their own distributions. 



Poisson Factorization (PF)



Overview of Statistical Models for Large and 
Sparse Data

• Properties of PF:
• PF captures sparse factors. It is based on the way of PF compute only on 
the non‐missing data. Since the real‐world rating data is often sparse (e.g., 
Netflix data has more than 98% missing data), this makes PF strong.

• PF models the long‐tail of users and items. It is also fitted with the real‐
world data in which the majority users tend to rate for the minority of 
items.

• PF downweights the effect of zeros. As there are many missing values (i.e., 
zero value), this property is critical in the real‐world situation.

• Fast inference with sparse matrices. Since Bayesian models strongly 
depend on the inference methods, we need to have a good method to 
boost the computational time of PF. 



Combination of Multiple Sources of Data
‐ Static



Combination of Multiple Sources of Data
‐ Dynamic



Statistical Learning of Large‐scale, 
Sparse and Multi‐source Data
Trong Dinh Thac Do and Longbing Cao. Metadata‐dependent Infinite Poisson 
Factorization for Efficiently Modelling Sparse and Large Matrices in 
Recommendation, IJCAI2018



Motivations

• User/item Sparsity: 
• PF is inefficient when working with a column or row with very few 
observations (corresponding to a sparse item or user) due to poor priors in 
the Gamma distribution.

• Dynamics/infinity: 
• Solve the challenge in automatically choosing the number of latent 
components.



Metadata‐integrated Poisson Factorization 
(MPF)

Enrich prior using 
user and item
metadata



Metadata‐integrated Poisson Factorization 
(MPF)



Metadata‐integrated Infinite Poisson 
Factorization (MIPF)

Using Bayesian Nonparametric 
techniques to automatically 
determines the number
of latent components



Metadata‐integrated Infinite Poisson 
Factorization (MIPF)



Inference

• Variational Inference for MPF:
• The mean‐field family assumes each distribution is independent of the 
others.



Inference

• Variational Inference for MiPF:
• The mean‐field family assumes each distribution is independent of the others.



VI



Experiments

• Datasets:
• (1) Movielens100K, Movielens1M and Movielens10M [Harper and Konstan, 
2016].

• (2) Book‐Crossing [Ziegler et al., 2005].

• Baseline methods:
• HPF [Gopalan et al., 2015] as it outperforms many baselines in MF including 
NMP, LDA and PMF.

• Bayesian Nonparametric PF (BNPPF) [Gopalan et al., 2014a].
• The latest PF: Hierarchical Compound PF (HCPF) [Basbug and Engelhardt, 
2016].



How do MPF/MIPF significantly outperform 
other PF models?

Normalized Mean Precision Normalized Mean Recall

Top‐20 Recommendation Compared with baselines



How does MIPF effectively estimate the 
number of unbounded latent components?

Performance of top‐30 recommendations made by 
finite model MPF and infinite model MIPF.



How do MPF/MIPF deal with sparse 
items/users?

Example of MIPF in handling sparse items in comparison with HCPF.



Contributions

• MPF/MIPF improve precision when working with large and sparse 
data by integrating user/item metadata.

• MIPF efficiently estimates the number of latent components.

• The variational inference for MPF and MIPF applies to massive data.



Statistical Learning of Large‐scale, 
Sparse and Multi‐source Data
Trong Dinh Thac Do and Longbing Cao. Gamma‐Poisson Dynamic Matrix 
Factorization Embedded with Metadata Influence, NIPS2018



Motivation

• Deal with large and sparse data.
• Solve the problem of sparse users/items and cold‐start.
• Capture the dynamics of data.



Gamma‐Poisson Dynamic Matrix Factorization model 
incorporated with metadata influence (mGDMF)

Enrich prior of 
user’s static 
portion using 
metadata

Enrich prior of 
item’s static 
portion using 
metadata

Model dynamics of 
a user

Model dynamics of 
item



Gamma‐Poisson Dynamic Matrix Factorization model 
incorporated with metadata influence (mGDMF)



inference

 Variational Inference for mGDMF:
 The mean‐field family assumes each distribution is independent of the others.



inference



SVI



Experiments

• Datasets:
• (1) Netflix‐Time, Netflix‐Full [Li et al., 2011].
• (2) Yelp‐Active [Jerfel et al., 2017].
• (3) LFM‐Tracks, LFM‐Bands [Ò. Celma Herrada, 2009].

• Baseline methods:
• Static: 

• HPF [Gopalan et al., 2015], HCPF [Basbug and Engelhard, 2016] as it outperforms many baselines in MF 
including NMP, LDA and PMF. 

• PF‐last and HCPF‐last are trained by using the last time slice in the training set as the observations.
• HPF‐all and HCPF‐all are trained on all training ratings.

• Dynamic:
• dPF [Charlin et al., 2016] and DCPF [Jerfel et al., 2017].
• dPF was shown to outperform state‐of‐the‐art dynamic collaborative filtering algorithms, specifically, 

BPTF and TimeSVD++.



Effect of metadata and dynamic data 
modeling



Effect of metadata and dynamic data 
modeling



Effect of handling sparse users/items and the 
‘cold‐start’ problem



Case study of mGDMF‐based 
recommendation



Contributions

• A factorization model that uses Gamma‐Poisson structure to model 
massive, sparse and dynamic data.

• A conjugate Gamma‐Gamma of integrating the observable user/item 
metadata (e.g., `age' of a user and `genre' of a movie) with user/item 
latent variables to model user/item rating sparsity.

• A conjugate Gamma‐Markov chains to model user/item latent 
variables that change smoothly over time.

• An efficient stochastic variational inference for massive, sparse and 
dynamic data.



Non‐IID Behavior Analytics
More at KDD2018 Tutorial on Behavior Analytics
www.datasciences.org



Non‐IID behavior analytics 



Behavior Model
Longbing Cao, In-depth Behavior Understanding and Use: the Behavior 
Informatics Approach, Information Science, 180(17); 3067-3085, 2010.



Examples of Coupled Objects and Behaviors



An Abstract Behavior Model

• An abstract behavior model
• Demographics and circumstances
of behavioral subjects and objects

• Associates of a behavior may form 
into certain behavior sequences or 
network;

• Social behavioral network consists 
of sequences of behaviors that are 
organized in terms of certain social 
relationships or norms.

• Impact, costs, risk and trust of 
behavior/behavior network



Behavior Vector & Couplings

• Behavior instance: behavior vector

• basic properties
• social and organizational factors

• Vector‐based behavior sequences

• Vector‐oriented behavior representation

• Behavior Coupling Relationships
 Logic/semantic behavior couplings

 Statistical/Probabilistic behavior
couplings



Group/Coupled Behavior Analysis
Yin Song, Longbing Cao, et al. Coupled Behavior Analysis for Capturing Coupling 
Relationships in Group‐based Market Manipulation, KDD 2012, 976‐984.
Yin Song and Longbing Cao. Graph‐based Coupled Behavior Analysis: A Case Study on 
Detecting Collaborative Manipulations in Stock Markets, IJCNN 2012, 1‐8.
Longbing Cao, Yuming Ou, Philip S Yu. Coupled Behavior Analysis with Applications, IEEE 
Trans. on Knowledge and Data Engineering, 24(8): 1378‐1392 (2012).



Behavior Formal Descriptor

We tackle the coupled behaviors from either one or different 
actors, denoted as intra‐coupling and inter‐coupling, respectively. 

I actors: 
An actor      undertakes      operations

Behavior Feature Matrix

intra‐coupling

inter‐coupling



Intra‐Coupling

• The intra‐coupling reveals the complex couplings within an actor’s 
distinct behaviors.

For instance, in 
the stock market, the 
investor will place a 

sell order at some 
time after buying his 

or her desired 
instrument due to a 

great rise in the 
trading price. This is, 
to some extent, one 
way to express how 
these two behaviors 

are intra-coupled 
with each other.



Inter‐Coupling

• The inter‐coupling embodies the way multiple behaviors of different 
actors interact.

For instance, a trading 
happens successfully 

only when an investor 
sells the instrument at 
the same price as the 

other investor buys this 
instrument. This is 

another example of how 
to trigger the 

interactions between 
inter-coupled behaviors.



Coupling

• In practice, behaviors may interact with one another in both ways of intra‐
coupling and inter‐coupling.

For instance, we 
consider both the 
successful trading 
between investor 

A1 (buy) and 
investor A2 (sell), 

and then the selling 
behavior 

conducted by A1
after he or she has 

bought the 
instrument at a 

relative low price.



Behavior Aggregator

We conduct behavior aggregations to interpret the interactions of intra‐
coupled and inter‐coupled behaviors. The outcomes of the behavior 
aggregations form the basis of behavior verification.

Three types of  aggregations

Intra-Coupled 
Aggregation

Inter-Coupled 
Aggregation

Combined 
Aggregation

function function function



Coupled Behavior Analysis



Example of Group Behavior Analysis

• Short‐term manipulation behaviors as cause

Behavior exterior 
presentation

Possible
behavior
interior
driver



Pool Manipulation



CHMM Based Coupled Sequence Modeling

• Coupled behavior sequences
• Multiple sequences

• Coupling relationship

• Behavior properties



CBA – CHMM



Graph‐based Coupled Behavior Presentation

• Coupled hidden Markov Model 
(CHMM)

• Relational probability tree (RPT)

• Relational Bayesian Classifier (RBC)



CBA ‐ Conditional Probability Distribution



Empirical Results



Empirical Results



Empirical Results ‐ Business Performance



Empirical Results – Learning Group Trading 
Behaviors



http://australian‐animals.net/



Non‐IID Document Analysis
Xin Cheng, Duoqian Miao, Can Wang, Longbing Cao. Coupled Term‐Term Relation Analysis 
for Document Clustering, IJCNN2013.
Qianqian Chen, Liang Hu, Jia Xu, Wei Liu, Longbing Cao. Document similarity analysis via 
involving both explicit and implicit semantic couplings. DSAA 2015: 1‐10.



• The cosine similarity between d1 and d2 is 0.253, and 
0.231 for d1 and d3

• The similarity values are approximate, thus, it is unable to 
identify which two documents are more alike if the 
relation between terms is not captured.

The BOW Similarity



Coupled Term‐Term Relation 
Learning
Xin Cheng, Duoqian Miao, Can Wang, Longbing Cao. Coupled Term‐Term Relation 
Analysis for Document Clustering, IJCNN2013.



• Terms ti and tk co‐occur in document dx, while tj is the co‐
occurrence term of tk in document dy. 

• Then, term ti is considered to be associated with tk in 
document dx, and term tj is related with tk in document dy. 

Terms are relational if they 
co‐occur in the same document.

Intra‐term Relations



Inter‐term Relations



http://australian‐animals.net/



Document Similarity by Learning 
Term Pair Couplings
Qianqian Chen, Liang Hu, Jia Xu, Wei Liu, Longbing Cao. Document similarity 
analysis via involving both explicit and implicit semantic couplings. DSAA 2015: 1‐
10.



Semantic Couplings of  Term Pairs

Documents Document 
Representation

Enriched Document 
RepresentationDocument Similarity

Intra‐term couplings

Applications

Inter‐term couplings

Main Ideas



1. Semantic Intra-couplings within Term Pairs
1)     DEFINITION 1 𝒕𝒑𝒇‐𝒊𝒅𝒇, short for term pair occurrence frequency ‐ inverse 
document frequency, reflects the importance of a term pair to a document in a 
collection or corpus. 𝑡𝑝𝑓counts the number of times a term pair occurs in a 
document. The 𝑡𝑝𝑓‐𝑖𝑑𝑓 scheme is formatted as:

where ሺ𝑡௜, 𝑡௝ሻ stands for a term pair, and 𝑑 is a single document in a 
document collection 𝐷.

Term pair 
occurrence 

frequency matrix

Intra‐Term Pair Couplings



2. Semantic Inter-couplings between Term Pairs
1) Based on 𝑀௧௣௙, the term pair frequency graph 𝐺௧௣௙ is an ordered pair, 𝐺௧௣௙ ൌ

ሺ𝑇, 𝐸௧௣௙ሻ, comprising a set 𝑇 of terms as vertexes, 𝑇 ൌ 𝑡௞ 𝑘 ∈ 1, 𝐾 , 
together with a set 𝐸௧௣௙ as edges to reflect the 𝑡𝑝𝑓 of every term pair.

Intra‐coupling:  counts the explicit 
relation of each directly connected term 
pair on 𝐺௧௣௙

Inter‐coupling: counts the implicit 
relation of each term pair on 𝐺௧௣௙
through other terms

Inter‐Term Pair Couplings



Non‐IID Vision Learning
Yinghuan Shi, Wenbin Li, Yang Gao, Longbing Cao, Dinggang Shen. Beyond IID: 
Learning to Combine Non‐IID Metrics for Vision Tasks. AAAI2017.



 Three phases: 
 (non‐IID) features
 various non‐IID

representations 
 joint metric learning

★Good adaptation with the best 
combination automatically learned

★ Easy to implement 

★Many features, representations 
and classifiers can be integrated 

Non‐IID Metric Learning



 Core Idea:
Intra‐node relation 
(within node) + Inter‐node 
relations (between 
neighbored nodes)

 Capturing various data 
characteristics
 Direct Product 

(DP)
 Hausdorff

Distance (HD)
 Max Pooling (MP)

inter

inter

inter

inter

intra

intra

intra

Various Non‐IID Representations



Pair‐wise Constraint

Triplet Constraint

Objective function for combined non‐IID metrics

Learning/combining Multiple Non‐IID 
Representations



Hand‐crafted features 
(HC):
• Those features whose 
effectiveness are already 
validated are chosen, 
including height, width, 
RGB, HSI, area, 
circumference, Fourier 
descriptor, entropy, and 
central moment.

• In total, to represent a 
cell region, 37‐
dimensional features are 
used.

Deeply‐learned features (DL): 
For relative small‐scale cell 
regions compared with natural 
images, 
• use the bounding box to 

bound the irregular 
segmented cell regions, resize 
them into 32×32 patches, 

• employ the LeNetmodel to 
automatically learn the deep 
features, 

• form a 64‐dimensional 
feature for each cell region.

Feature construction

Feature Construction



Our methods outperform others in 
terms of AUC, Accuracy, 
Specificity, Sensitivity, F1 score

Evaluation



Image Segmentation



Convergence



Pattern Relation Analysis/
Combined Pattern Mining



Combined pattern pairs

• Pair patterns

Longbing Cao. Zhao Y., Zhang, C. Mining Impact-Targeted 
Activity Patterns in Imbalanced Data, IEEE Trans. on 
Knowledge and Data Engineering, 20(8): 1053-1066, 
2008.



Combined pattern pairs



Combined pattern clusters

• Cluster patterns



Combined pattern clusters



Pattern relation analysis

• Jingyu Shao, Junfu Yin, Wei Liu,, Longbing Cao. Mining actionable combined 
patterns of high utility and frequency. DSAA 2015: 1‐10

• Longbing Cao. Combined Mining: Analyzing Object and Pattern Relations 
for Discovering and Constructing Complex but Actionable Patterns, WIREs 
Data Mining and Knowledge Discovery, 3(2): 140‐155, 2013

• Longbing Cao, Huaifeng Zhang, Yanchang Zhao, Dan Luo, Chengqi 
Zhang. Combined Mining: Discovering Informative Knowledge in Complex 
Data, IEEE Trans. SMC Part B, 41(3): 699 – 712, 2011

• Yanchang Zhao, Huaifeng Zhang, Longbing CaoChengqi Zhang. Combined 
Pattern Mining: from Learned Rules to Actionable Knowledge, LNCS 
5360/2008, 393‐403, 2008

• Huaifeng Zhang, Yanchang Zhao, Longbing Cao and Chengqi 
Zhang. Combined Association Rule Mining, PAKDD2008



Structural pattern relations

• Peer‐to‐peer patterns

• Master‐slave patterns

• Hierarchical patterns



Temporal pattern relations

• Independent patterns

• Sequential patterns

• Hybrid patterns



Conclusions & Prospects



How Can Blind People Recognize An Elephant?

• How can blind people tell a 
genuine story about elephant?

• Non‐IID learning?
• Couplings between parts 
• Heterogeneity between parts
• From touching/representation 
analysis  reasoning/inference 
summarization

• Local – global picture (known 
unknown)/optimization



Non‐IID Learning: A Challenging Problem

• Data non‐IIDness
• Non‐IID similarity/dissimilarity 
metrics/measures

• Non‐IID representations
• New objective functions
• New perspectives

O1, O2, O3 share different distributions
d3 = ||O3‐ O||

= || O3(r13,r23) – O(d1,d2) ||

O1, O2, O3 are iid
d3 = ||O3‐ O||



Non‐IID Learning: A Significant Area

Non‐IID 
representati

on

No‐IID …

Non‐IID 
outlier 

detection

Non‐IID 
behavior 
analytics

Non‐IID 
recommend
er system

Non‐IID 
signal 

processing

Non‐IID 
clustering

Non‐IID 
feature 

engineering

Non‐IIDnessNon‐IID  
classification

Non‐IID 
image 

processing

Non‐IID 
statistical 
learning

Non‐IID  
vision 
learning

Non‐IID 
network 
analysis

Non‐IID rule 
learning

Non‐IID 
ensembles



Some Fundamental Issues

• How can we determine whether a dataset is IID or non‐IID?
• Whether association, correlation, causality, dependency, 
uncertainty/randomness cover all relationships?

• Real‐life problems often involve multiple sources (views, modals, 
tasks, etc.) of data, are they ID?

• What do we mean by ‘heterogeneity’? Does `identically distributed’ 
mean `homogeneity’?

• What do we mean by `independence’ in a broad sense?



Some Fundamental Issues

• Are KNN, SVM, decision tree, classic ensemble methods IID?
• Does classic transfer learning capture non‐IIDness?
• In probabilistic graphical modeling, how non‐IIDness is modelled?
• Do deep neural networks capture non‐IIDness? To what extent?
• …



Aspects of Non‐IIDness

Longbing Cao. Coupling 
Learning of Complex 
Interactions, Journal of 
Information Processing 
and Management, 51(2): 
167-186 (2015)



Hierarchical Non‐IIDness

Longbing Cao. Coupling 
Learning of Complex 
Interactions, Journal of 
Information Processing 
and Management, 51(2): 
167-186 (2015)



References
Not all references are listed here



References
• Non‐IID learning concepts

• Longbing Cao. Non‐IIDness Learning in Behavioral and Social Data, The Computer Journal, 57(9): 1358‐1370 (2014).
• Longbing Cao. Coupling Learning of Complex Interactions, Journal of Information Processing and Management, 51(2): 167‐186 (2015).
• Longbing Cao. Combined Mining: Analyzing Object and Pattern Relations for Discovering and Constructing Complex but Actionable Patterns, WIREs Data 

Mining and Knowledge Discovery, 3(2): 140‐155, 2013.
• Longbing Cao, Huaifeng Zhang, Yanchang Zhao, Dan Luo, Chengqi Zhang. Combined Mining: Discovering Informative Knowledge in Complex Data, IEEE Trans. 

SMC Part B, 41(3): 699 ‐ 712, 2011.

• Non‐IID representation learning
• Songlei Jian, Liang Hu, Longbing Cao, and Kai Lu. Metric‐based Auto‐Instructor for Learning Mixed Data Representation. AAAI2018.
• Songlei Jian, Longbing Cao, Guansong Pang, Kai Lu, Hang Gao. Embedding‐based Representation of Categorical Data with Hierarchical Value Couplings, IJCAI 

2017.

• Data discretization
• Can Wang, Mingchun Wang, Zhong She, Longbing Cao. CD: A Coupled Discretization Algorithm, PAKDD2012, 407‐418

• Non‐IID K‐Means
• Can Wang, Zhong She, Longbing Cao. Coupled Attribute Analysis on Numerical Data, IJCAI 2013.
• Can Wang, Dong, Xiangjun; Zhou, Fei; Longbing Cao, Chi, Chi‐Hung. Coupled Attribute Similarity Learning on Categorical Data, IEEE Transactions on Neural 

Networks and Learning Systems, 26(4): 781‐797 (2015).

• Non‐IID K‐Mode & Spectral clustering
• Can Wang, Longbing Cao, Minchun Wang, Jinjiu Li, Wei Wei, Yuming Ou. Coupled Nominal Similarity in Unsupervised Learning, CIKM 2011, 973‐978.
• Can Wang, Dong, Xiangjun; Zhou, Fei; Longbing Cao, Chi, Chi‐Hung. Coupled Attribute Similarity Learning on Categorical Data (extension of the CIKM2011 

paper), IEEE Transactions on Neural Networks and Learning Systems, 26(4): 781‐797 (2015).

• Non‐IID KNN/classification
• Chunming Liu, Longbing Cao. A Coupled k‐Nearest Neighbor Algorithm for Multi‐label Classification, PAKDD2015, 176‐187.
• Chunming Liu, Longbing Cao, Philip S Yu. A Hybrid Coupled k‐Nearest Neighbor Algorithm on Imbalance Data, IJCNN 2014.
• Chunming Liu, Longbing Cao, Philip S Yu. Coupled Fuzzy k‐Nearest Neighbors Classification of Imbalanced Non‐IID Categorical Data, IJCNN 2014.

Paper download: www.datasciences.org



References
• Non‐IID ensemble clustering

• Can Wang, Zhong She, Longbing Cao. Coupled Clustering Ensemble: Incorporating Coupling Relationships Both between Base 
Clusterings and Objects, ICDE2013.

• Group/Coupled behavior analysis with couplings
• Can Wang, Longbing Cao, Chi‐Hung Chi: Formalization and Verification of Group Behavior Interactions. IEEE Trans. Systems, Man, and 

Cybernetics: Systems 45(8): 1109‐1124 (2015)
• Wei Cao, Liang Hu, Longbing Cao: Deep Modeling Complex Couplings within Financial Markets. AAAI 2015: 2518‐2524
• Wei Cao, Longbing Cao, Yin Song: Coupled market behavior based financial crisis detection. IJCNN 2013: 1‐8
• Yin Song, Longbing Cao, et al. Coupled Behavior Analysis for Capturing Coupling Relationships in Group‐based Market Manipulation, 

KDD 2012, 976‐984.
• Yin Song and Longbing Cao. Graph‐based Coupled Behavior Analysis: A Case Study on Detecting Collaborative Manipulations in Stock 

Markets, IJCNN 2012, 1‐8.
• Longbing Cao, Yuming Ou, Philip S Yu. Coupled Behavior Analysis with Applications, IEEE Trans. on Knowledge and Data Engineering, 

24(8): 1378‐1392 (2012).
• Longbing Cao, Yuming Ou, Philip S YU, Gang Wei. Detecting Abnormal Coupled Sequences and Sequence Changes in Group‐based 

Manipulative Trading Behaviors, KDD2010, 85‐94.

• Non‐IID image processing
• Yonggang Huang, Yuying Liu, Longbing Cao, Jun Zhang, I Pan. Exploring Feature Coupling and Model Coupling for Image Source Identification, IEEE 

Transactions on Information Forensics & Security, 2018
• Zhe Xu, Ya Zhang, Longbing Cao. Social Image Analysis from a Non‐IID Perspective, IEEE Transactions on Multimedia.
• Yinghuan Shi, Heung‐Il Suk, Yang Gao, Dinggang Shen. Joint Coupled‐Feature Representation and Coupled Boosting for Alzheimer's Disease Diagnosis, CVPR, 

2014



References

• Non‐IID computer vision tasks
• Shi, Y., Li, W., Gao, Y., Cao, L., Shen, D. Beyond IID: Learning to combine non‐iid metrics for vision tasks. AAAI’17

• Statistical relation learning
• Trong Dinh Thac Do and Longbing Cao. Gamma‐Poisson Dynamic Matrix Factorization Embedded with Metadata Influence, NIPS2018.
• Trong Dinh Thac Do and Longbing Cao. Metadata‐dependent Infinite Poisson Factorization for Efficiently Modelling Sparse and Large 

Matrices in Recommendation, IJCAI2018
• Trong Dinh Thac Do, Longbing Cao. Coupled Poisson Factorization Integrated with User/Item Metadata for Modeling Popular and 

Sparse Ratings in Scalable Recommendation. AAAI2018
• Xuhui Fan, Richard Xu, Longbing Cao. Copula Mixed‐Membership Stochastic Blockmodel. IJCAI2016.
• Xuhui Fan, Richard Xu, Longbing Cao, Yin Song. Learning Nonparametric Relational Models by Conjugately Incorporating Node 

Information in a Network. IEEE Transactions on Cybernetics, DOI: 10.1109/TCYB.2016.2521376.
• Fan, Xuhui; Longbing Cao, Xu, Richard Yi Da. Dynamic Infinite Mixed‐Membership Stochastic Blockmodel, IEEE Transactions on Neural 

Networks and Learning Systems, 26(9): 2072‐2085 (2015).
• Wei Cao, Liang Hu, Longbing Cao. Deep Modeling Complex Couplings within Financial Markets, AAAI2015, 2518‐2524.
• Liang Hu, Longbing Cao, Guandong Xu, Jian Cao, and Wei Cao. Bayesian Heteroskedastic Choice Modeling on Non‐identically 

Distributed Linkages, ICDM2014.
• Liang Hu, Jian Cao, Guandong Xu, Longbing Cao, Zhiping Gu and Wei Cao. Deep Modeling of Group Preferences for Group‐based 

Recommendation, AAAI 2014, 1861‐1867.



References

• Non‐IID outlier detection/feature selection
• Guansong Pang, Longbing Cao, Ling Chen, Huan Liu. Learning Homophily Couplings from Non‐IID Data for Joint Feature Selection and 

Noise‐Resilient Outlier Detection, IJCAI2017
• Guansong Pang, Hongzuo Xu, Longbing Cao and Wentao Zhao. Selective Value Coupling Learning for Detecting Outliers in High‐

Dimensional Categorical Data. CIKM2017
• Guansong Pang, Longbing Cao, Ling Chen. Outlier Detection in Complex Categorical Data by Modelling the Feature Value Couplings. 

IJCAI2016.
• Guansong Pang, Longbing Cao, Ling Chen. Unsupervised Feature Selection for Outlier Detection by Modelling Hierarchical Value‐

Feature Couplings. ICDM2016.

• Pattern/rule relation analysis/combined pattern mining
• Shoujin Wang, Longbing Cao. Inferring Implicit Rules by Learning Explicit and Hidden Item Dependency. IEEE Transactions on Systems, 

Man, and Cybernetics: Systems
• Jinjiu Li, Can Wang, Longbing Cao, Philip S. Yu. Efficient Selection of Globally Optimal Rules on Large Imbalanced Data Based on Rule 

Coverage Relationship Analysis, SDM 2013.
• Yanchang Zhao, Huaifeng Zhang, Longbing Cao, Chengqi Zhang. Combined Pattern Mining: from Learned Rules to Actionable 

Knowledge, LNCS 5360/2008, 393‐403, 2008.
• Huaifeng Zhang, Yanchang Zhao, Longbing Cao and Chengqi Zhang. Combined Association Rule Mining, PAKDD2008.



References
• Non‐IID recommender systems

• Quangui Zhang, Longbing Cao, Chengzhang Zhu, Zhiqiang Li and Jinguang Sun. CoupledCF: Learning Explicit and Implicit User‐item Couplings in 
Recommendation for Deep Collaborative Filtering, IJCAI2018

• Longbing Cao. Non‐IID Recommender Systems: A Review and Framework of Recommendation Paradigm Shifting. Engineering, 2: 212‐224, 
doi:10.1016/J.ENG.2016.02.013., 2016.

• Liang Hu, Longbing Cao, Shoujin Wang, Guandong Xu, Jian Cao, Zhiping Gu. Diversifying Personalized Recommendation with User‐session 
Context. In IJCAI. 2017

• Hu, L., Cao, L., Cao, J., Gu, Z., Xu, G., and Wang, J. Improving the Quality of Recommendations for Users and Items in the Tail of Distribution. 
ACM Trans. Inf. Syst., 2017

• Hu, L., Cao, L., Cao, J., Gu, Z., Xu, G., & Yang, D. (2016). Learning Informative Priors from Heterogeneous Domains to Improve Recommendation 
in Cold‐Start User Domains. ACM Transactions on Information Systems (TOIS), 35(2), 13.

• Hu, L., Cao, J., Xu, G., Cao, L., Gu, Z., & Cao, W. (2014, July). Deep Modeling of Group Preferences for Group‐Based Recommendation. In AAAI
(Vol. 14, pp. 1861‐1867).

• Liang Hu, Wei Cao, Jian Cao, Guandong Xu, Longbing Cao, Zhiping Gu, Bayesian Heteroskedastic Choice Modeling on Non‐identically Distributed 
Linkages, ICDM 2014

• Liang Hu, Jian Cao, Guandong Xu, Longbing Cao, Zhiping Gu, Can Zhu: Personalized recommendation via cross‐domain triadic 
factorization. WWW 2013

• Liang Hu, Jian Cao, Guandong Xu, Jie Wang, Zhiping Gu, Longbing Cao, Cross‐Domain Collaborative Filtering via Bilinear 
Multilevel Analysis, IJCAI 2013

• Longbing Cao, Philip Yu. Non‐IID Recommendation Theories and Systems. IEEE Intelligent Systems, 31(2), 81‐84, 2016.
• Fangfang Li, Guandong Xu, Longbing Cao. Coupled Matrix Factorization within Non‐IID Context, PAKDD2015, 707‐719.
• Fangfang Li, Guandong Xu, Longbing Cao: Coupled Item‐Based Matrix Factorization. WISE (1) 2014: 1‐14
• Fangfang Li, Guandong Xu, Longbing Cao, Zhendong Niu. Coupled Group‐based Matrix Factorization for Recommender System, WISE 2013.
• Yonghong Yu, Can Wang, Yang Gao, Longbing Cao, Qianqian Chen: A Coupled Clustering Approach for Items Recommendation. PAKDD (2) 2013



References

• Non‐IID document/text analysis
• Shufeng Hao, Chongyang Shi, Zhendong Niu, Longbing Cao. Concept Coupling Learning for Improving Concept Lattice‐based 

Document Retrieval. Engineering Applications of Artificial Intelligence, Volume 69, 65‐75, 2018
• Qianqian Chen, Liang Hu, Jia Xu, Wei Liu, Longbing Cao. Document similarity analysis via involving both explicit and implicit semantic 

couplings. DSAA 2015: 1‐10.
• Xin Cheng, Duoqian Miao, Can Wang, Longbing Cao. Coupled Term‐Term Relation Analysis for Document Clustering, IJCNN2013.

• Keyword query with couplings
• Xiangfu Meng, longbing Cao and Jingyu Shao. Semantic Approximate Keyword Query Based on Keyword and Query Coupling 

Relationship Analysis. CIKM2014

• Non‐IID similarity/metric learning
• Chengzhang Zhu, Longbing Cao, Qiang Liu, Jianpin Yin and Vipin Kumar. Heterogeneous Metric Learning of Categorical Data with 

Hierarchical Couplings. IEEE Transactions on Knowledge and Data Engineering, DOI: 10.1109/TKDE.2018.2791525, 2018
• Songlei Jian, Longbing Cao, Kai Lu, Hang Gao. Unsupervised Coupled Metric Similarity for Non‐IID Categorical Data. IEEE Transactions 

on Knowledge and Data Engineering, 2018
• Can Wang, Chi‐Hung Chi, Zhong She, Longbing Cao, Bela Stantic: Coupled Clustering Ensemble by Exploring Data Interdependence. 

TKDD 12(6): 63:1‐63:38 (2018)



References

• Aggarwal, C. C. (2017). Outlier analysis. Springer.
• Anderson, C. 2006. The long tail: Why the future of business is selling less of more. Hachette Digital, Inc.
• Balazs Hidasi, Alexandros Karatzoglou, Linas Baltrunas, and Domonkos Tikk. Session‐based recommendations with recurrent neural 

networks. CoRR, abs/1511.06939, 2015.
• Charlin, L., Ranganath, R., McInerney, J., & Blei, D. M. (2015, September). Dynamic poisson factorization. In Proceedings of the 9th 

ACM Conference on Recommender Systems (pp. 155‐162). ACM.
• Chau, D. H. P., Nachenberg, C., Wilhelm, J., Wright, A., & Faloutsos, C. (2011, April). Polonium: Tera‐scale graph mining and inference 

for malware detection. In Proceedings Of The 2011 Siam International Conference On Data Mining (pp. 131‐142). Society for Industrial 
and Applied Mathematics.

• Chen, T., Tang, L. A., Sun, Y., Chen, Z., & Zhang, K. (2016, July). Entity embedding‐based anomaly detection for heterogeneous 
categorical events. In Proceedings of the Twenty‐Fifth International Joint Conference on Artificial Intelligence (pp. 1396‐1403). AAAI 
Press. 

• Fan, X., Da Xu, R. Y., & Cao, L. (2016, July). Copula Mixed‐Membership Stochastic Blockmodel. In IJCAI (pp. 1462‐1468)..
• Fan, X., Da Xu, R. Y., Cao, L., & Song, Y. (2017). Learning nonparametric relational models by conjugately incorporating node

information in a network. IEEE transactions on cybernetics, 47(3), 589‐599..
• Fan, X., Cao, L., & Da Xu, R. Y. (2015). Dynamic infinite mixed‐membership stochastic blockmodel. IEEE transactions on neural networks 

and learning systems, 26(9), 2072‐2085.
• Huang, Y. A., Fan, W., Lee, W., & Yu, P. S. (2003, May). Cross‐feature analysis for detecting ad‐hoc routing anomalies. 

In Proceedings. 23rd International Conference on Distributed Computing Systems (pp. 478‐487). IEEE. 



References

• Jian, S., Cao, L., Pang, G., & Lu, K., Gao, H. (2017 August). Embedding‐based Representation of Categorical Data by Hierarchical Value 
Coupling Learning. In Proceedings of the Twenty‐Sixth International Joint Conference on Artificial Intelligence.

• Kim, D. I., Hughes, M., & Sudderth, E. (2012). The nonparametric metadata dependent relational model. arXiv preprint 
arXiv:1206.6414.

• Kosmidis, I., & Karlis, D. (2016). Model‐based clustering using copulas with applications. Statistics and computing, 26(5), 1079‐1099.
• Kriegel, H. P., Kröger, P., & Zimek, A. Outlier detection techniques. Tutorial at KDD10.
• Masthoff, J. (2015). Group recommender systems: aggregation, satisfaction and group attributes. In Recommender Systems 

Handbook (pp. 743‐776). Springer US.
• Noto, K., Brodley, C., & Slonim, D. (2012). FRaC: a feature‐modeling approach for semi‐supervised and unsupervised anomaly 

detection. Data mining and knowledge discovery, 25(1), 109‐133.
• Pan W., E. W. Xiang, N. N. Liu, and Q. Yang. 2010. Transfer learning in collaborative filtering for sparsity reduction. In Proceedings of the 

24th AAAI Conference on Artificial Intelligence 2010.
• Pang, G., Cao, L., & Chen, L., Liu, H. Unsupervised Feature Selection for Outlier Detection by Modelling Hierarchical Value‐Feature 

Couplings. In ICDM 2016 (pp. 410‐419). IEEE.
• Pang, G., Cao, L., & Chen, L. (2016, July). Outlier detection in complex categorical data by modelling the feature value couplings. 

In Proceedings of the Twenty‐Fifth International Joint Conference on Artificial Intelligence (pp. 1902‐1908). AAAI Press.
• Pang, G., Cao, L., & Chen, L., Liu, H. (2017 August). Learning Homophily Couplings from Non‐IID Data for Joint Feature Selection and 

Noise‐Resilient Outlier Detection. In Proceedings of the Twenty‐Sixth International Joint Conference on Artificial Intelligence.



References

• Rajan, V., & Bhattacharya, S. (2016, July). Dependency Clustering of Mixed Data with Gaussian Mixture Copulas. In IJCAI (pp. 1967‐
1973).

• Singh A. P. and Gordon G. J.. 2008. Relational learning via collective matrix factorization. In Proceedings of the 14th ACM SIGKDD 
International Conference on Knowledge Discovery and Data Mining, Las Vegas, Nevada, USA2008 ACM, 1401969, 650–658.

• Tamersoy, A., Roundy, K., & Chau, D. H. (2014, August). Guilt by association: large scale malware detection by mining file‐relation 
graphs. In Proceedings of the 20th ACM SIGKDD international conference on Knowledge discovery and data mining (pp. 1524‐1533). 
ACM.

• Wang, C., Cao, L., Wang, M., Li, J., Wei, W., & Ou, Y. (2011, October). Coupled nominal similarity in unsupervised learning. 
In Proceedings of the 20th ACM international conference on Information and knowledge management (pp. 973‐978). ACM.

• Wang, C., Dong, X., Zhou, F., Cao, L., & Chi, C. H. (2015). Coupled attribute similarity learning on categorical data. IEEE transactions on 
neural networks and learning systems, 26(4), 781‐797..

• Wang, Y., Li, B., Wang, Y., & Chen, F. (2015, June). Metadata dependent Mondrian processes. In International Conference on Machine 
Learning (pp. 1339‐1347).

• Zhang, K., Wang, Q., Chen, Z., Marsic, I., Kumar, V., Jiang, G., & Zhang, J. (2015, June). From categorical to numerical: Multiple 
transitive distance learning and embedding. In Proceedings of the 2015 SIAM International Conference on Data Mining (pp. 46‐54). 
Society for Industrial and Applied Mathematics.



PhD Scholarship Opportunities

• 3 PhD scholarships are available for gifted master students to 
study at the Data Science Lab on data science/AI/ML frontiers

• AUD$27k or move p.a. for 3‐3.5 years, $34k for tuition fee p.a.
• Master by research 
• Major in statistics, applied mathematics, or computing science
• Published some good papers as first‐author
• Outstanding performance in ungraduated and postgraduate 
studies

• English: IELTS Band 6.5
• For more information, Data Science Lab www.datasciences.org



Thank You 
Very Much
Comments & suggestions:

Longbing.Cao@uts.edu.au

Data Science Lab:
www.datasciences.org IEEE DSAA’2019

5‐8 Oct, Washington DC


